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ROBUST 2006 — PAR SLOV UVODEM

Ve dnech 23.-27. ledna 2006 se ve Lhoté nad Rohanovem v prostorach hotelu
Rohanov, jehoz pracovnici ndm navzdory tuhé zimé pripravili velmi pfijemné
prostiedi, uskutec¢nila jiz ¢trnactd zimni skola JCMF ROBUST 2006. Tato
akce byla piipravena skupinou pro vypocetni statistiku JCMF za podpory
CStS, KPMS MFF UK a UTM FSI CVUT. Akce se zac¢astnilo 101 G¢astnikt
z Ceské republiky, Slovenska, Belgie a Némecka.

Mezi tc¢astniky bylo k nasi velké radosti mnoho mladych tvaril. Témer
polovinu tcastnikt totiz tvorili gradualni a postgradualni studenti ¢i ti, ktefi
obhajili doktorskou praci v roce 2005. Doufame, ze nase akce prisp€je k tomu,
7e stochastika v Cesko-Slovensku nevymie ani po meéi ani po preslici. Chtéli
bychom také touto cestou podékovat CSOB, a.s., jez umoznila tcast Fadé
graduélnich student@t MFF UK v Praze, grantu GA CR 201/05/H007, ktery
podporil tcast desitky postdoktoralnich studenti, jakoz i grantiim dalSim,
z nichz mohli skolitelé uhradit vlozné nejenom za sebe ale i za své doktorandy.

Tak jako v minulosti, i ROBUST 2006 byl vénovan vybranym trendtm
matematické i aplikované statistiky, teorie pravdépodobnosti a analyzy dat.
Pozvani k predneseni prehlednych prednasek prijali:

e Jaromir Antoch, KPMS MFF UK, Praha, O simulaci vidkych jevi.

e Bohdan Maslowski, MU AV CR, Praha, Stochastické diferencidini rov-
nice.

e Petr Masa, ADASTRA, Praha, Zpracovdni a analyza obzvldstée velkijch
realnych dat.

e Josef Tvrdik, OU, Ostrava, Fvolucni algoritmy.

e Viktor Witkovsky, UM SAV, Bratislava, Netradicné o analyjze rozptylu.

Celkem bylo predneseno 35 prednések. Dale bylo vystaveno 40 postert,
jez pripravili predevsim gradudlni a postgradudlni studenti. Komise ve slozeni
doc. Z. Praskova, RNDr. Martin Janzura a doc. V. Witkovsky vyhodnotila
jejich vystoupeni a navrhla firmé Elkan k ocenéni za nejlepsi prezentované
prace (v poradi od nejlepsi) A. Kvitkovi¢ovou, studentku 4. roéniku MFF UK
Praha, O. Konara, doktoranda MFF UK a UI AV CR a M. Marusiakovou,
doktorandku MFF UK Praha.

Mnoho c¢asu téz bylo vénovano diskusim. Pondélni vecer byl vénovan otaz-
kam vypocetni statistiky. Vystoupil na ném zastupce firmy FElkan, ktery pted-
vedl nejnovéjsi verzi programu MATHEMATICA. Z prezentace programu S+
bohuzel ze zdravotnich divodt seslo, kolega Hlavka misto toho promptné
ucastniky seznamil s nejnovéjsi verzi programového systému R. Vedle odbor-
nych diskusi se téZ konaly diskuse volnéjsi, a to at jiz béhem stfedecniho
vyletu do Kasperskych hor ¢i na Javornik a jeho okoli. Také tanecnici, zpé-
véci a milovnici veprového? si tentokrat piisli na své. I pocasi ndm tentokrat

INejmladsi ucastnici byly necelé dva roky.
2Takové dobfe propeéené sele je pry moznéa nezdravé, ale bajeéné chutna.
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vyslo, mrzlo sice az prastélo, ale slunicko pfesto statecné ukazovalo svoji silu.
Zvlaste ti, kteri méli okna na vychod, nestacili rano co rdno obdivovat jeho
prekrasné vychody.

7 prednesenych prednasek naleznete prevaznou vétsinu v prilozeném sbor-
niku. V ¢lanky se proménily i mnohé postery. Z vystavenych postert nalez-
nete vSechny, az na jeden, na prilozeném CD. Zaroven CD obsahuje elektro-
nickou verzi sborniku a vybrané fotografie. Jinymi slovy to znamené, ze do
sborniku a jeho elektronické prilohy prispéli prakticky vsichni prednasejici.
Chteéli bychom timto podékovat nejenom jim, ale téz vSem tém, ktefi ¢lanky
recenzovali.

Budete se mozna divit, ze jeden prispévek je publikovan tak tikajic per
partes. Jednomu z editorti totiz prislo nevhodné na jedné strané omezovat
ostatni v ,rozmachu pera“ a takto usSetfeny prostor vyuzit pro prezentaci
svého, byt zvaného, prispévku. Rozhodl se proto do tisténého sborniku zaradit
pouze kratkou ,upoutavku“, zatimco rozsahlejsi pokracovani ¢tenar nalezne
na CD. Posledni dva prispévky dorazily prilis pozdé€, takze byly zarazeny
pouze na CD bez toho, ze bychom ménili strankovani.

ROBUST 2006 by se neuskutecnil a jeho publikace by neexistovaly nebyt
nezistné pomoci mnoha lidi. Zvlasté bychom chtéli podékovat pani Hané Bil-
kové, Anné Kotésovcové, Ondieji Vencalkovi a pracovnikiim tiskarny vézenské
sluzby v Praze na Pankraci. Diky jim Vam vSem muzeme popfat prijemné
prazdninové pocteni.

V Praze 1. ¢ervence 2006 Jaromir Antoch a Gejza Dohnal
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O SIMULACI RIDKYCH JEVU

Jaromir Antoch

Klicovd slova: Ridké jevy, simulace, metoda vybéru podle diileZitosti (im-
portance sampling), chvost rozdéleni, metoda velkych odchylek, Cramérova
véta, Gartnerova-Ellisova véta.

Abstrakt: Cilem tohoto pfispévku je podat piehled vybranych metod vhod-
nych pro odhad pravdépodobnosti ridkych jevii pomoci simulaci. Vyuziva se
pritom dvou zakladnich postupti, tj. metody vybéru podle dilezitosti a teorie
velkych odchylek. Jsou podany jak zakladni myslenky tak je diskutovano ma-
tematické pozadi problému. V textu je téz uvedena rada prikladi a vysledky
rozsahlych simulacnich studii. Formalni diikazy byly nicméné pro nedostatek
mista zkraceny na minimum.

1 Uvod

Tento prispévek se zabyva problémem odhadu velikosti chvostu ndhodné ve-
liciny X, tj. odhadu P(X > z), = > 1, kde X muze mit velice komplikované
rozdéleni. Misto aproximaci, jak je v této oblasti bézné, pouzijeme k tomuto
ucelu simulace. Pfesnéji feceno, pouzijeme k tomu tzv. metodu vybéru podle
dtlezitosti. Princip této metody spociva v tom, Zze ndhodné vybéry jsou si-
mulovany z jiného rozdéleni nez-1i ma X a tvar odhadu je vhodné upraven
tak, abychom dostali nestranny a konzistentni odhad. Pritom vyvstava kli-
cova otazka jak toto alternativni rozdéleni ,,optimalné“ zvolit. V prispévku
ukazeme, jak nam pii jejim feSeni mize pomoci tzv. metoda velkych odchylek.
Vzhledem k pomérné velkému rozsahu je tento ptispévek publikovan tak
fikajic per partes. Autorovi totiz prislo nevhodné omezovat ostatni v ,roz-
machu pera“ a sdm nedodrzet ani prostor pro zvané prispévky. Tento text
je proto pouze kratkou ,upoutavku“ na rozsahlejsi zpracovani tématu, které
ctenar nalezne na prilozeném CD. Ptfes pomeérné velky rozsah je vSak i v druhé
¢asti naznacen pouze jeden z moznych pristupt k této problematice. Spek-
trum tuloh studovanych v literatufe a ptristupt k nim je totiz mnohem Sirsi.

2 Metoda vybéru podle dulezZitosti

Predpokladejme, Zze nas zajima hodnota
v =En(X), (1)

kde X je ndhodna veli¢ina s hustotou p(-) a 7(:) je redlnd funkce. Pokud
n(z) = I x>4], potom v = P(X > x). Jak jiz bylo fe¢eno v tvodu, metoda vy-
béru podle dilezitosti spo¢iva v simulovani ndhodnych veli¢in Y, ... Y (*)
z nékterého jiného rozdéleni ¢(-) a pouziti odhadu
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(2)

Snadno se presvéd¢ime, ze odhad 7, je nestranny, konzistentni a za slabych
podminek regularity téz asymptoticky normélni. Nasledujici ,trivialni“ pri-
klad ilustruje blize zakladni myslenku celého postupu.

Priklad 2.1. Nechf se ndhodné veli¢ina X fidi standardnim normélnim roz-
délenim N(0,1) a nasim cilem je spocital v, = P(X >n), n=1,2,...,18.
Zkusime-li pro vypocet pouzit bézné programy pracujici v dvojité presnosti,
rychle zjistime, ze ®(x) = P(X < z) =1 Vz > 8.1. Mizeme samoziejmé sah-
nout k programim typu Mathematica ¢i Maple pracujicim v tzv. libovolné
presnosti nebo si v jazyce C naprogramovat rozvoje navrzené v literatufe.
Ne kazdy ma vsSak tyto programy k dispozici nebo je ochoten programovat
pomérné slozité rozvoje. Na druhé strané kazdy, kdo chce ¢i pottebuje, si
miize v, snadno a rychle odhadnout pomoci simulaci pii pouziti prakticky
libovolného programu.

Podivame-li se do Tabulky 1. na hodnoty v, pro n > 5, je zfejmé, zZe
s klasickou simulaci, kdy simulujeme ndhodné ¢isla z N(0,1) a registrujeme
pocet prekroceni trovné n, neuspéjeme, nebof i pfi extrémné dlouhych si-
mulacich se do chvostu zpravidla ani jednou nestrefime. Simula¢ni metoda
vybéru podle dulezitosti nam misto toho nabizi pro pevné n generovat ¢isla
Y@ z N(n,1), tj. ¢isla z N(0,1) posunuta o n, a jako odhad pouzit

SO y ()
kde ¢, (z) je hustota rozdéleni N (u, 1),

n vy, Ugn n Uy, Vgm

1] 0.159e-0 0.158e-0 | 10 | 7.619e-24 | 7.493e-24
2 | 0.023e-0 0.022e-0 | 11 | 1.910e-28 | 2.037e-28
3 | 1.349e-3 1.349e-3 | 12 | 1.776e-33 | 1.667e-33
4 | 3.167e-5 3.092e-5 | 13 | 6.117e-39 | 5.802e-39
5 | 2.866e-7 | 2.805e-7 | 14 | 7.793e-45 | 7.791e-45
6 | 9.865e-10 | 9.938e-10 | 15 | 3.670e-51 | 3.657e-51
7 | 1.279e-12 | 1.327e-12 | 16 | 6.388e-58 | 6.519e-58
8 | 6.220e-16 | 5.896e-16 | 17 | 4.105e-65 | 3.726e-65
9 | 1.128e-19 | 1.172e-19 | 18 | 9.740e-73 | 9.321e-73

Tabulka 1. Pfesné hodnoty v, a nasimulované odhady 7, ,
ziskané na zakladé k£ = 10000 opakovani.

Prestoze jsme udélali velice malo simulaci, vidime, ze vysledky jsou velmi
dobré i pro velmi velké hodnoty n a tim padem malé hodnoty v,,. Zdéa se tudiz,
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situaci. Tomu, jak postupovat z urcitého hlediska ,optimalné“, je vénovan
tento prispévek. O

Priklad 2.2. Castéji se vSak zabyvame situaci ponékud komplikovanéjsi, tj.
spocitat nebo alespon odhadnout

vn =P (n'fu(Zpn) €E),  ECRy, (3)

kde Z, ,, je ndhodné veli¢ina (vektor) s hodnotami v prostoru S,, rozdélend
podle nékteré pravdépodobnostni miry P, na S, a f, : S, — R;. Odhad
metodou vybéru podle dilezitosti pak ma tvar

Vgn =

> =

y AP, | ..
; I[”_lfn (Zc(zf%)eE} " dQ, (chn)m)a (4)

kde Zé% jsou nezavislé realizace nahodné veli¢iny (vektoru) Z, , rozdélené
podle nékteré pravdépodobnostni miry @),,.
Patrné nejcastéji prakticky uvazovanou situaci je volba

d=1, Su=Rn, Zpn=(X1,--, X)), Zgn=Y1,---,Y,),

Pn(E):/Ep(zl,...,zn)dzl...dzn, Qn(E):/Eq(zl,...,zn) dzy ...dz,,

e dPy v p(a1---520)
fn(z)—zzj a dQn(z)_q(Zl,---azn).

=1

Jsou-li navic {Xj}?zl a {YJ};L:l nezavislé, pak se cela situace podstatné
zjednodusuje, jelikoz v tomto pripadé

n (4)
1 « 1 p(Y- )
va=P |-y X;€E| & Dgu=7Y I, ol 1] =
; n-1"  YWeE
kde Yj(i), 1=1,...,k, j=1,...,n, jsou nezavislé nadhodné veli¢iny s husto-

tou ¢(-). Tento pfiklad ndm mimo jiné ukazuje dalsi z velkych vyhod metody
vybéru podle dtlezitosti, totiz, ze v mnoha pripadech staci umét generovat
pouze z marginalniho rozdéleni. ]

2.1 Kolik simulaci je tfeba provést?

K dosazeni pfedepsané presnosti odhadu v, (V) si samoziejmé muzeme
,hrat® s poctem simulaci k. Zakladni vysledek pritom tika, Ze pocet simulaci
potiebny k dosazeni 100y% presnosti se spolehlivosti 1000% je

2
opt _ Y+8)/2 (Ug
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kde u, je a-kvantil N(0,1), v je odhadovana veli¢ina a U, je odvozeno ve
vztahu (5). V praxi samoziejmé musime hodnoty v a U, nahradit jejich od-
hady. Podrobny rozbor této tilohy ¢tenar nalezne v druhé c¢asti tohoto pii-
spévku. Vsimnéme si nicméné, ze vztah (?7?) ndm bohuzel nic nerika o tom,
jak volit hustotu q(+).

2.2 Jak volit hustotu ¢(-)?

Vratme se k nasi tloze odhadnout v = En(X) pomoci simulaci a podivejme
se na rozptyl odhadu 7, pro néjz plati

N\ M_Vz I N S )
k- var (D) —/(n(y)q(y) ) q(y) dy /n (y) ) dy (6)

=U,—1*>0.

Chceme-li zvolit ¢(-) tak, abychom vyraz (5) minimalizovali, mizeme pouzit
Jenssenovu nerovnost. Pritom plati

B ) p2(y) B 9 p2(Y)
Ug = /77 (v) 2(y) a(y) dy = Eq (77 ) q2(Y))

z(EAMYHS%%>2=</anMpwﬁw>< 7)

a rovnosti je dosazeno pravé tehdy je-li |n(Y)|p(Y)/q(Y) skoro jisté kon-
stanta. Pokud tedy zvolime

O ) |n(x))|
o) = ) o) e’ "

potom k - var (ﬁq) = 0. Tato volba vsak neni tak fantasticka jak by se mohlo
na prvii pohled zdat, nebot gopt () zalezi pravé na tom, co nezname a chceme
odhadnout. Na druhé strané nam vsak naznacuje jednu z cest, jak pti hledani
,optimalni“ hustoty ¢(-) postupovat.

Dalsi ivahu zaénéme specidlni situaci kdy 7(-) = I'g(-), tj. pfipadem, kdy
fidkym jevem je sama mnozina E. Je zfejmé, zZe v tomto pripadé nosi¢ nenu-
lové hmoty gop:(-) je podmnozinou E. To nas intuitivné vede k takové volbé,
jez zaruci co mozné nejvice zasahti mnoziny £ béhem simulaci. Za druhé je
jasné, ze gopt(-) ma na E tyz tvar jako puvodni hustota az na to, ze tato je
preskalovana hodnotou v~!. M4-li tedy néktera oblast E vice pravdépodob-
nostni hmoty nez oblast jina, méla by mit tuto vlastnost i gop(-). V pripadé,
kdy 7(-) je néktera obecna funkce, musime samoziejmé vzit v tvahu téz jeji
tvar na mnoziné F a jeji ,interferenci® s hustotou p(-). VySe uvedené uvahy
lze shrnout nasledovné:
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1. Hledanou hustotu ¢(-) z niz budeme generovat zvolme tak, abychom
jev E zasahli co nejcastéji.

2. Hledanou hustotu ¢(-) z niz budeme generovat zvolme tak, abychom
s vetsi pravdépodobnosti zasahli ty oblasti F/, které maji vétsi pravdeé-
podobnost nez oblasti s pravdépodobnosti mensi.

Tyto dva principy staly v literatufe u mnoha ad hoc navrhi pro volbu
hustoty ¢(-). Mezi nejpopularnéjsi mezi nimi patii:

1. Metoda posunuti (the mean translation method).
2. Metoda zmény parametru méfitka (the variance scaling method).

Vratme se zpét k tloze odhadnout pomoci simulaci P(X > m), m € Ry,
a ukazme si pouziti téchto dvou metod. Metoda posunuti odpovida volbé

q(x) = p(z —m).
Jeji popularita je spojend nejenom s jeji jednoduchosti, ale téz s jasnym
pravidlem o kolik ptivodni hustotu posunout. Na druhé strané metoda zmény
parametru méritka spociva ve volbé

q(z) = ép@).

a

Bohuzel, v tomto pripadé neexistuje jednoduchy navod na to, jak parametr
méfitka a pfi pevné hodnoté m zvolit. Radu dalsich napadi lze nalézt v mo-
nografii Srinivasan (2002). Pfiklady pouziti obou téchto metod spolu s pfi-
klady a vysledky pomérné rozsahlych simulaci lze nalézt v druhé ¢asti tohoto
prispévku.

3 Pravdépodobnosti ridkych jevia a metoda velkych od-
chylek

Vratme se zpét k tloze (6), tj. odhadnout
vn =P (n ' fo(Zpn) € E), ECRy,
pomoci odhadu 7, , uvedeného v (6) Jak jsme vidéli, pro jeho rozptyl plati
k- Uar(ﬁq,n) =Ugn — V2 > 0.

Jinymi slovy to znamend, ze asymptoticky ¥ad (v n) s nimz Uy ,, klesa k nule
nemiize byt vétsi nez fad s nimz klesa v/2.
Predpokladame-li, ze existuji nasledujici limity, tj.
lim n tlog v, =—I a lim n 'log U,, = —R, 9)
n—oo n—oo
pak ziejmé R < 2I. Necht je naSim cilem nalezeni takového rozdéleni ¢(-)
pro néjz R = 2. Podari-li se ndm to, nazveme odpovidajict simulacni pro-
cedury vydatnou (eficientni). Bohuzel, hledani odhadi jez jsou vydatné ve
vyse uvedeném smyslu neni primocara tuloha. Jednou z cest, jak takové roz-
déleni nalézt, nabizi tzv. metoda velkych odchylek.
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3.1 Metoda velkych odchylek

Necht X4,..., X, jsou nezavislé nahodné veli¢iny se stiedni hodnotou ¢, ko-
neénym rozptylem 0% a X, =n~1> " . X;. Je dobfe znamo, ze potom

\/ﬁ(yn_g> 2N<070-2>a n — o0,

takze P(X, — ¢ > a/\/n) — 1 — ®(a/o). Jinymi slovy to znamend, ze
typické hodnoty odchylek X, od ¢ jsou fadu n~'/2 a hodnoty X, — ¢ jez
prekroci pevnou hodnotu a > 0 tvoti pti rostoucim n posloupnost ridkych, tj.
malo pravépodobnych, jevii. Teorie velkych odchylek, kterou zahajil Cramér
(1938) a jejiz prvni statistické aplikace ukazal Chernoff (1952), se mimo jiné
zabyva pravdépodobnostmi takovychto jevu, tj. pravdépodobnostmi v, =
P(Yn —( > a), a > 0. Je zfejmé, ze pri pevném a > 0 konverguje v, — 0
pii n — oo. Chernoff (1952) ukazal, Ze za vyse uvedenych predpokladi

lim n~'log P(X, — ¢ >a) =log o, (10)

n—oo

kde ¢ = inf; [e®M(t)] a M(t) = Ee'X~9 je momentové vytvorujici funkce
X — (. Jeho vysledky byly pozdéji zobecnény radou autord pro mnohem
obecnéjsi situace, blize viz druha ¢ast prispévku. Z (?7?) snadno vyplyva, ze
vn =~ o". Poznamenejme, ze se nejedna o ekvivalenci nybrz pouze o exponen-

cialni ¥ad s nimz v,, — 0 pfi n — o3,

3.2 Jak spojit metodu velkych odchylek a simula¢ni me-
todu vybéru podle dulezZitosti

Vyse uvedeny pojem vydatnosti simula¢ni procedury hraje klicovou roli pri
volbé rozdéleni z néjz simulujeme, nebot se snazime najit takovou hustotu
g(+), jez ndm zarucuje vydatnou (eficientni) simula¢ni proceduru z hlediska
velkych odchylek. Podivejme se na problém presnéji.

Jelikoz v,, — 0 pii n — oo exponencielné rychle, pocet simulaci potirebny
pro dosazeni predepsané presnosti s danou spolehlivosti téz roste exponen-
cielné rychle. Jedinou vyjimkou je pfipad, kdy U, , — 0 fddové stejné rychle
jako v2, m — oo. Filosofie hledani eficientni (z hlediska velkych odchylek)
procedury je tedy zalozena na minimalizaci asymptotického rozptylu odhadu
Ugm tak, aby Uy, /v2 — const pro n — oo, 0 < const < oo.

Jinymi slovy, pro pevné n se na cely problém divame jako na jeden z po-
sloupnosti (uvazovano v n) odpovidajicich problému velkych odchylek a jako
feseni pouzijeme jim odpovidajici asymptotické feseni. Doufame pritom, ze
asymptotika funguje dobfe, nebo alespon uspokojivé, jiz pro malé hodnoty n,

3Ctenaf snadno nahlédne, Ze je-li napiiklad X — ¢ symetricka kolem nuly, potom také

lim n 'P(|Xn —¢|>a) = lim n 'log2P(Xn — ¢ > a) = logo.
n—oo

n—oo
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coz je pro malé hodnoty odhadovanych pravdépodobnosti zpravidla pravda.
Ukazuje se, ze v fadé pripadl se jednd o mnohem jednodussi, pristupnéjsi
a pritom dostatecné presnou cestu nez hledani takové hustoty, jez v dané
tloze minimalizuje pfimo rozptyl odhadu metodou vybéru podle dilezitosti.

Vyvstava samoziejmé prirozena otazka, zda vydatné odhady pro nami
uvazovany typ problémi vibec existuji. Odpovéd je dle ocekavani kladna.
Vede k nim naptiklad volba

_ -1
dQn =v, - I [n*lfn(Zp,n)EE} dPn,

tj. volba gpi(.) ze vztahu (7), pro niz Uy, = vi a k- varvg, = 0. Jak
jsme nicméné vidéli v odstavci 2.2, tato hustota je prakticky k nicemu, nebot
zésadné zavisi na tom co odhadujeme.

vevs

pla)et@uf@)
qO(x) - Mf(ew) ’ (11)

kde M;(0) = Eef9/ (X)) je momentova vytvorujici funkce f(X), (-,-) ozna-
Cuje skalarni soudin, 6,, = arg sup, [(0,w> — log Mf(B)} a w je tak zvany
dominujici bod mnoziny FE, tj. takovy bod, jez lezi na hranici mnoziny F
a pro n€jz existuje praveé jeden bod 8,, takovy, ze Vi (Qw) = w, kde

©(0) = lim ¢,(0) = lim n 'Ee'®Fn(Zen)),
n—oo n— 00
Detaily viz druhda c¢ast tohoto prispévku.
Podivejme se nyni na dva ilustrativni priklady.

Priklad 3.1. Necht {Xj};.lzl jsou nezavislé ndhodné veli¢iny s norméalnim
rozdélenim N(0,1) a zajima nas odhad P(n~'> ", X; > T). Vsimnéme
si, ze tato uloha je prakticky elgvivalentni uloze studované v piikladu 2.1.
Snadno zjistime, ze Mx () = e’ /2, dominujici bod mnoziny E = (T, o) je
bod T a 87 = T. Potom ,,optimalni“ hustota z niz bychom méli simulovat,
a jeZz vede na vydatnou simula¢ni proceduru, je podle (41) tvaru

_ Go(x)er™ 1 o (@=T)%/2

qT(x)_ MX(QT) _\/%

To vsak neni nic jiného nez hustota, kterou dostaneme pomoci metody posu-
nuti, co6 znamena, ze v tomto specialnim pripadé je metoda posunuti vydat-
nou (eficientni) simula¢ni procedurou. Poznamenejme, ze fidi-li se X; rozdé-
lenim N (0, 02), potom k vydatné simula¢ni procedute vede volba gr(z) ~
N(T,o?). O
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Priklad 3.2. Necht {Xj }?:1 jsou nezavislé nahodné veli¢iny s normalnim
rozdélenim N(0,1) a zajima nas odhad P(n~'>>7_, X? > T). V tomto
piipadé f(z) = 22, Ms(0) = (1 — 20)~%/2, 6 < 1/2, dominujici bod mno-
ziny E = (T,0) je bod T a 7 = (T — 1)/2T. Potom ,optimalni“ hustota,
z niz bychom meéli simulovat a jez vede na vydatnou simula¢ni proceduru, je
podle (41) tvaru

— —Vl_%’eew?e—xz/z 1 —a®/2T

= ———=¢€

qT(m) \/ﬁ o T

To znamena, ze v tomto pripadé k vydatné simulac¢ni procedure vede metoda
zmény meéritka ptivodni hustoty. O
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APPROXIMATE CONFIDENCE
INTERVALS ON THE VARIANCE
COMPONENT IN A GENERAL CASE
OF A TWO-COMPONENT MODEL

Barbora Arendacka

Keywords: Confidence intervals, variance component, mixed linear models.

Abstract: The paper compares properties of 3 approximate confidence in-
tervals on the variance component corresponding to the random factor in
a general case of a mixed linear model with two variance components, sup-
posing only that more than a minimum number of observations is available.
Namely, relationships between intervals suggested by Park and Burdick [6],
Hartung and Knapp [5] and Thomas and Hultquist [8] are investigated. It is
shown that the latter, originally derived for an unbalanced one-way random
effects model, can be used in a general case as well. The properties of the
3 intervals are illustrated also through a simulation study.

1 Introduction

Suppose that an n-dimensional vector of observations y comes from a multi-
variate normal distribution N,,(X3,02ZZ7T + 021,,), where X, Z are known
matrices and 3, (03, 02)T are vectors of unknown parameters(ci > 0, 02 > 0).
Futher suppose that R(Z) € R(X), where R(A) denotes the space generated
by columns of the matrix A. The task is to construct a confidence interval
on the component o. Since this parameter is not influenced by a translation
in mean, the usual next step is a reduction of the problem by constructing
a maximal invariant with respect to that transformation, i.e. y is transformed
into BTy, where BBT = Mx =1, — X(XTX)~X and BB = n—rank(X)-
The vector BTy ~ N, _,ank(x)(0,0i BT ZZT B + 0*I) and a minimal suffici-
ent statistic for its family of distributions is a vector consisting of mutually
independent quadratic forms

U; =y BE; BTy ~ (\iof + 0*)x2,, i=1,..,r,

where \;y > Ay > --- > A\, > 0 are the distinct eigenvalues of the matrix
BTZZ7T B, v; are their multiplicities and F; are the corresponding matrices
from the spectral decomposition of B ZZT B(E;E; = E;, E;E; = 0,i # j).
If A, =0, then £, =1 — Z::_ll FE;. The smallest eigenvalue is nonzero only
in cases with minimum observations available, therefore in the following we
will suppose that A\, =0, i.e. U, ~ 02)(,2/7,.

Construction of a confidence interval on o} is complicated by the pre-
sence of the nuisance parameter o2 and known solutions are only approxi-

mate. Some of them are applicable only in special cases of the model, e.g.
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the well-known Williams-Tukey interval [11], [9], [3] suitable for models with
r = 2 or intervals for different ANOVA models with mixed effects [4]. Apart
from the asymptotic interval based on the REML estimator of o7 and Sat-
terthwaite’s approximation, which cannot be recommended for small-sized
samples(see [6]), in a general case of our model one can construct an in-
terval derived by Park and Burdick [6] and that proposed by Hartung and
Knapp [5]. These intervals will be considered in detail in sections 2 and 4. In
section 3 we will show that the interval derived by Thomas and Hultquist [8],
originally designated for unbalanced one-way random effects models, can be
used in a general setting as well. This interval is based on the same sum of
squares as the Park-Burdick interval, which is reflected also in similar results
obtained by these two methods in a simulation study described in section 5.
In that study all the 3 mentioned intervals were compared with respect to
the probability of coverage and the average length.

In the followmg Fon: a,xm ., denote the a quantiles of the correspon-
ding F and x? distributions. Also the notation established in this section
will be used further throughout the text.

2 Park-Burdick interval (PB interval)

Park and Burdick [6] suggested a confidence interval on o% based on the
following mean sums of squares

S2, =yTFT(FZZTFT)*Fy/s and S% = 4T (I — Px-)y/p,

where X* = [X, ZZ7], Py is the orthogonal projector on R(A), F = Px —
Px, s = rank(X*)—rank(X) and p = n—rank(X*)(supposing that s, p > 0).
Since

(FZZTFTYt = (MxZZ"Mx)t = (BBT 22" BB")* ZBE BT/

and FBE;BT = BE,;BT,i=1,...r — 1
(because FMxZZT My = FFZZTMx = FZZT My = MxZZ7 My),

r—1
=1

It is obvious that s = rank(FZZTFT) = S1_!v;, from which it follows
immediately that p = v, (s +p = n — rank(X)) and because pS% /o2 ~ Xp
for an arbltrary configuration of parameters o7, o2, by Theorem 3.3 in [7]
we get pS% = U,.

Denote h = >1— 1 v;(>0—, I/Z/)\ )~1. Then E(S%,) = 0% + 02/h and in [6]
it is shown that under the limit 03 /0? — oo, s592,/E(S%,) has a x? distri-
bution. The same limiting distribution remains valid also in the case when
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all nonzero eigenvalues of the matrix FZZ7 FT approach a common nonzero
constant(\; — A\, =1,...,r — 1). Moreover S% and S%, are independent.

Based on the stated properties of S%, 5%, and the fact that o = E(5%,)—
E(S%)/h, Park and Burdick employed the method described in [4](pp. 37-39)
and their proposed (1 —2a)100% confidence interval on 0%, [Lpg, Upg] is of
the form

Lpp = Si —Sp/h—(GiSy + H3SE/h* + G12S3, Sy /h)?
Upp = 8%, —S%/h+ (H?S%, +G25%/h% + H1552,52/n)' /2 (1)

where Gl =1- 1/Fs,oo;1—ou G2 =1- 1/Fyr’oo;1_a7 H1 = 1/Fs,oo;a — 1,
Hy = 1/er,00;oz —1, G2 = [(Fs,vr;l—a - 1)2 - G%FSQ,UT;l—Oz - H%]/Fs,vr;l—m
Hiy = [(1 = Fyp,50)® — HYF?,, ., — G3]/Fs 1,0 Negative bounds are put
equal to 0. However, as the authors remark in [6], the method used requires
independent mean sums of squares that are 2 distributed after appropriate
scaling. Therefore good properties of the derived interval may be expected for

large values of 02 /o2, or in models with not very different \;,i =1,...,r—1.

Really, if 02 /02 — oo, then 53, /0% converges in distribution sS3%, /0% L

2 Q2 2
Q, where Q ~ x? and S% /5%, = 0—252E—/02 2. 0. Since
o1 Sy /o1

Lpp = S3/(1 — S%/(hS3;) — (G + HSp/(h*Shy) + G12 83,/ (hSE))?)

Upp = S%,(1 = S&/(hS%y) + (HE + G355/ (h*Shy) + Hi2 8%/ (hS3))?)

and G1, Hy are positive constants for all commonly used values of o(< 0.1),
it is obvious that for 0%/0% — oo (by Cramer-Wold Theorem([2], p. 49))
(Lpg/o?, Upp/o?) A (Q/X2.1_a» @/X2.4)- Then for the probability of co-
verage of the true value of o7 it holds

P(Lpp <0f <Upp) = P(X5a S Q< X51-0) =1 2a.

If all nonzero eigenvalues \; coincide (i.e. 7 = 2), the proposed interval is
exact also for vy — oo and it includes zero in accordance with the result of the
uniformly most powerful invariant test of the nullity of 03 on the significance
level a(i.e. when the hypothesis of the nullity is not rejected).

3 Thomas-Hultquist interval (TH interval)

In [8] Thomas and Hultquist proposed an interval on o for the case of an

unbalanced one-way random-effects model, y;; = p + a; + €5, 1 = 1,...,a,
7 =1,...,n,. This is a special case of our model, in which Z is a block matrix
with 1,,,,...,1,, on the diagonal and the matrix X = 1,,, wheren = >_7_ n;

and 1; denotes a vector of length k& consisting of ones. The TH interval is

based on: U,, the sum of squares within groups from the ANOVA table,

and Sé = L5 (T — %Z?:l 7:)?, the sample variance of the sample

a—1

means in the groups. It holds: U, /o? ~ XIQ/T (vy = n—a), U, and S; are
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independent and in [8] it is proved that if all n; — k or if 03 /02 — oo, then
(a—1)S2 /(07 +n0o?) is x2_, distributed, (7 = (1/a) -7, (1/n;)). Considering
that if n;, — k, then \; — A\, it is apparent that S; and S%, have similar
limiting properties. Actually, (a — 1)S? = 553, = S~ Ui/ Ai. Namely,

(a—1)S2 =y"Z(Z7Z) (1o — 141} Ja)(Z72) 2Ty

r—1 r—1
D Uildi=y" (Z BE@'BT//\Z) y=y ' (MxZZ"Mx)"y
=1 =1

and by directly checking the properties of the Moore-Penrose generalized
inverse, using the special forms of the matrices X, Z, it can be shown that
(MxZZTMx)" = Z(ZT2)" (I, — 1,11 Ja)(ZT 2)71 ZT. Also Z::_ll vi|Ni =
tr(MZZTM)Y =trZ(ZTZ) Y1, — 1,11 /a)(ZT 2)71 2T = tr(ZTZ) "1 (1, —
1,17 /a) = 2= 1 S 1/ni= 25" 1/n;, from which 1/h = 7.

Thomas and Hultquist applied the Williams-Tukey [11, 9, 3] procedure on
Uy, S and the proposed (1 —2)100% interval, [Lz, Urg], is of the form:
s 2 L 2 S 2 1 o
LTH - Xij <SM - ESEFS,VT;].—O() ’ UTH = E (SM - ESEFS,VT-;O(> .

(2)

Negative bounds are put equal to 0. It can be shown that the TH interval
is exact if 07 /0% — oo and similarly to the PB interval, if r = 2, it is exact
also for v, — oo and it contains zero in accordance with the result of the
uniformly most powerful invariant test of the nullity of 07 on the significance
level a(if r = 2, the TH interval coincides with the Williams-Tukey interval).
Also, both PB and TH intervals contain zero at the same time([4], p. 39).

4 Hartung-Knapp interval (HK interval)

Hartung and Knapp [5] proposed an (1 — 2«)100% approximate confidence
interval on o7 based on an exact interval for the ratio of the variance compo-
nents 0% /o2 derived by Wald [10] (see also [7]). The bounds of the HK interval
are obtained by multiplying the bounds of the exact confidence interval on
0% /02 by an unbiased estimator of o2 : U, /v,.. More precisely, Lyx = (U, /v,
Upk = uU,/v,, where [, u are nonnegative solutions (or zeros if nonnegative
solutions do not exist) to the following equations:

r—1 U
- = Fso,. —aUr T 3
S ST = el @
r—1
U;
= Fsv 'aUr T 4
S = Uil (@

As the left sides in the stated equations are strictly decreasing functions of
[, u respectively, on (—1/A1,00), if there exists a nonnegative solution, it is
unique. The solutions can be obtained e.g. by the Newton-Raphson method.
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Since under the limit v, — oo the estimator U, /v, becomes precise, it
is obvious that the HK interval is exact for v, — oo. The interval also con-
tains zero in accordance with the result of the Wald test of nullity of o
on the significance level a. Denote V; = U;/()\;0%), then for 02 /0% — oo,

(‘/1"'.,%_1’%0_2) g (Qlw-'?QT—laO)? where Q’L ~ X12/Z and the Qis are

o?
mutually independent. For the probability of coverage of the true value of 0'%
it holds
P(Lpg <o <Upg) =

r—1
U;
=P Fs, .U /v. < E <sFsu.1-aUr /v | =
(8 sVr, /1/ Pt )\Z‘O'%V /Ur+1 s 77‘71 /1/>

T

— P (SFSﬂ/r;a S S SFS,I/T;l—Oé> Y

thus under the limit 07 /02 — oo we get
r—1
P(LHK S U% S UHK) — P <5Fs,ur,o¢ S ZQ’L S SFS,Vrgl—oz> .
i=1

Denote the limiting probability of coverage Psq s ., . In Table 1 the differen-
ces between P, s ., and the required confidence level 1 — 2a are stated for
90%, 95% and 99% intervals and different values of s,v,. Naturally, these

Poo.sv, — (1 —2a)
s =2 §s=2 s =10 s=10 s=30
ve,=4 v,=25 v,=25 v,=50 v,=50
2¢=0.1 | 0.0484 0.0160 0.0479 0.0294 0.0614
20 =0.05 | 0.0248 0.0113  0.0283  0.0187  0.0355
2a¢=0.01 | 0.0050 0.0036  0.0067  0.0051  0.0083

Table 1: The differences between the probability of coverage of an (1 — 2«)
100% HK interval when o7 /02 — oo and the required confidence level.

differences are smaller if s is substantially smaller than v,.. The fact that the
HK interval tends to be conservative for large 02 /0% was observed also by
Hartung and Knapp [5] in their simulation study.

5 Simulation study

Performance of the 3 approximate intervals will be now illustrated on 6 con-
crete examples of our model. The forms of the matrices X, Z for the different
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examples are stated in Table 2. Designs No. 2, 3, 6 were considered also
in [6, 5] and Example 4 in [1]. In each example, for fixed 3 and values of the
variance components o3 = 0.001,0.1,...,0.999, and 0% = 1 — 0%, the vector
of observations y was generated 10 000-times and 95% PB, TH and HK inter-
vals were constructed. The bounds of the HK interval were computed using
the Newton-Raphson method with tolerance 10~'4. The choice of the va-
lues of the variance components was inspired by their choice in [6]. Figure 1
displays the simulated probabilities of coverage and the average lengths of
the 95% intervals relative to o2. Note that increase of o3 implies increase of
02 /a?. In plots concerning the probability of coverage, bounds which there
is a 95% chance for the simulated value to lie between if the true probabi-
lity of coverage is 0.95(using the normal approximation to the binomial) are
displayed as well.

X Z s | v

1 17 ni:2,2,3 2| 4

2 [130v30] n; : 5,10,15 2 | 26

3 [1102 v102] n;:1,1,100 2 | 98

4 [130 ] diag(le, 16, 16, 16, 1g,w) | 5 | 23
t:30x1, w: 30 x 1,

ti=—-3+6x(i—1)/29 | w; = (—2+4x(i—1)/29)?
114 n;:1,1,1,1,1,1,2,2,22 | 9| 4
(159 vs0] n;:1,1,4,5,6,6,8,8,10,10 | 9 | 48

Table 2: Forms of the matrices X,Z in the considered examples and the
degrees of freedom s, v,.. vi is a k x 1 vector with coordinates in [0,1], 1 is
a k x 1 vector consisting of ones. If not stated otherwise, Z is a block diagonal
matrix with 1,, on the diagonal.

Discussion

Examples 1, 2 and 5 represent a situation when the values of 1/); are not
very far apart from each other, which contributes to the optimality of the
TH and PB intervals for 7 = 0. Low values of v, in these examples result
in the conservativeness of the HK intervals, which is especially conspicuous
in Example 5, where s > v,.. The effect of higher v,. on the conservativeness
of the HK intervals can be observed comparing Examples 1, 2 and 3, or 5
and 6.

Results in Examples 3, 4 and 6 show that in models with low v, and
much different 1/);, the TH and PB intervals may not maintain the required
confidence level even for relatively large values of o7/0?. However, in all
considered situations the confidence level reached by the TH interval was at
least as high as that obtained by the PB interval.
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Figure 1: Simulated probabilities of coverage and average
95% TH(*), PB(0) and HK(¢) intervals in examples from Table
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Bigger differences in the average lengths between the intervals were ob-
served in Examples 4 and 6 (1/); far apart and v, not much greater than s)
and in Example 5(s > v, s > 2).

Based on the stated results we conclude that the TH and PB intervals
can be recommended for usage only if values of 1/)\; in the model do not
differ too much from each other and then the TH interval is preferable to the
PB interval with respect to the higher confidence level obtained. However, if
the values of 1/); are far apart, it is more suitable to employ the HK interval
despite its conservativeness for small v,..
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Abstrakt: Tento ¢lanek se zabyva nelinedrnim filtrovanim Coxovych bodo-
vych procest v case. Tato tloha spociva v odhadovani podminéné stredni
hodnoty ndhodné intenzity Coxova bodového procesu pii dané jeho realizaci.
Podminéné stiedni hodnota byla urcena na zakladé simulace podminéného
rozdéleni s vyuzitim Metropolis-Hastingsova algoritmu. V ¢lanku je rovnéz
ukazan priklad numerického vypoctu.

1 Uvod

Filtrovani bodovych procest je klasicky problém pochéazejici z aplikaci z me-
dicinské diagnostiky a optické komunikace, viz [8] a citace uvnitf. Udalosti
registrované v Case jsou modelovany jako realizace nehomogenniho bodového
procesu, jehoz intenzita zavisi na ndhodné funkci. Tak vznika dvojné stochas-
ticky proces. V pripadé, ze podminéné pii dané realizaci intenzity jde o Pois-
sonuv proces, nepodminény proces se nazyva Coxiv. Filtrovani ma za cil
odhadnout ndhodnou intenzitu pii daném pozorovani vysledného bodového
procesu. Nelinearni filtrovani vede na vypocet podminéné stfedni hodnoty.
Klasicky pristup k feSeni vede na stochastickou diferencialni rovnici studo-
vanou mnoha autory ([2], [3], [5], [6], [9]). Tato rovnice je obtizné numericky
fesitelna. V predlozeném c¢lanku se zabyvame alternativnim postupem pomoci
bayesovského Monte Carlo ([4]). Zde je hledand podminénd stfedni hodnota
urcena ze simulace podminéného rozdéleni pri vyuziti Metropolis-Hastingsova
algoritmu. V zavéru ¢lanku je uveden priklad numerického zpracovani.

2 Filtrovani bodovych procesu

Nahodny bodovy proces v case je lokalné konecnd ndhodna citaci mira na
realné polopfimce R, opatiené borelovskou o-algebrou B. Coxiv bodovy
proces ® s fidici ndhodnou mirou A na R, je dan podminkou, ze

=[0|A=A]

je Poissontiv bodovy proces s mirou intenzity A. Budeme ptredpokladat, ze
existuje nahodna funkce X, jez je hustotou A vzhledem k Lebesgueové mife,
X se nazyva tidici intenzita procesu ®. Predpokladejme, ze

EX(t) < oo, prokazdéteR,.
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Oznacme
N() = d([0,f), teRs.

tj. N(t) je pocet bodi Coxova procesu v intervalu [0, ¢].

—

Uloha filtrovani spoéiva v nalezeni optiméalniho odhadu X (¢) funkce X (t)
vzhledem ke stfedni kvadratické chybé pti daném {N(s),0 < s < t}. Hledame

tedy ndhodnou funkci X (¢) minimalizujici
E[|X(t) — X(8)]? | N(s),0 < s < 1].

ResSenim je podminéna stfedni hodnota fidici intenzity

—

X(t) =E[X(t) | N(s), 0< s < 1]. (1)

3 Bayesovsky pristup

Pro feseni tilohy nelinearniho filtrovani a nasledné predikce lze uzit primy Ba-
yestuv pfistup (viz [4]). Pokud pfijmeme dalsi predpoklad, ze ndhodn4 inten-
zita X (t) je Markovav proces, tak pii znalosti jeho pfechodového mechanismu
dava spojeni filtrace soucasné hodnoty s prechodovou pravdépodobnosti pre-
dikci intenzity do budoucnosti.

P1i implementaci tohoto pristupu je vhodné provést diskretizaci procesu,
tj. rozdélime sledovany casovy interval na tuseky stejné délky A > 0. Za-

vedeme znaceni pro ¢ = 0,1,...,k nasledovné: t; = i/\, hodnoty procesu
X; = X(t;) a dale N; = Ny, je pocet bodu Coxova procesu ® v intervalu
(tiz1,ti].

Pro Markovav proces X; Ize hustotu sdruzeného rozdéleni
P(X:1<xzy,...., Xk <xr | Ny =n1,..., N = ng),
zapsat priblizné jako (viz [4])
flxy,... x| ny, .o ng)

X f(na,y . ong |1, zk) f(or, .. o) =

k k
~ Hf(nz' ED Hf(:ci | 2i—1) f(20), (2)

kde (i)
x¢ 1 7 .
fni | @) = ——— ¢ TiB
;.
Hustotu sdruzeného rozdéleni tohoto procesu lze tedy zapsat jako soucin
soucinu Poissonovych pravdépodobnosti f(n; | z;) (vyplyva z definice Coxova
procesu) a sou¢inu pfechodovych hustot f(z; | x;—1) (plyne z markovské

vlastnosti procesu).
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4 Analyticka ¢ast reseni

V dalsim textu se zamérime na konkrétni situaci a na ni si ukdzeme postup
pii filtrovani bodového procesu. Necht X (t), t > 0, je feSenim stochastické
diferencialni rovnice

dX (t) = —yX(t)dt + dZ(yt),~v > 0, (3)

kde Z je Poissonuv proces s intenzitou v. X (t) je Markoviuv proces a lze jej
zapsat jako

X(t) =e " X(0) + /0 e 7t =947 (vs). (4)

Vyznam a aplikace podobnych procesi ve financich jsou popsany v ¢lanku [1].
Pro aplikaci bayesovského pristupu ve filtrovani potiebujeme prechodové
jadro resp. jeho hustotu. Vyjdeme z véty 2.2 v [7], kde dostavame prechodo-
vou charakteristickou funkci pro prechod z x za dobu t ve tvaru:
Lewz 1
M;(x, z) = exp [ibxz + u/ Tdy] : (5)
b

kde b = e~ 7%, Clen ibzz zde predstavuje posun o bz v X (t).

Chceme ziskat prechodovou hustotu inverzni Fourierovou transformaci (5),
ovSem v tomto tvaru My(x,z) neni integrovatelné. Nasledujicim postupem
se podafi tento problém obejit a dospét k vyjadieni (6). Oznacme H,F;
charakteristické funkce odpovidajici distribu¢nim funkcim H,F};, j = 0,1,

kde
H(u) = exp{yfb eMT_ldac} =

= a exp {1/ fb #dm} ,
a = b¥. Odpovidajici distribuc¢ni funkci lze zapsat jako
H(y) = aFs5,(y) + (1 — a)Fo(y),

kde Fj, je degenerovana v 0. Dale budeme hledat rozklad funkce Fj

a 1—2a
aG(y) +

F
T T 1),

Fo(y) =

takovy, aby funkce G byla v uzavieném tvaru a funkce F; byla hladka. Mame

_ . 0 , k
_ H(u) —a a 1 giuz vk L piuz

F = = d — d
o(u) l1—a 1—aX[V/b x x+;k! /b z

a hledany vztah je

3 a 1 1 eium 1 eiux
F = d d -1
1(u) 1—2a llogb/b ; e (V/b x :13) ] ’
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zde G' ma hustotu pravdépodobnosti

pa(y) =5, prob<y<l,

=0, jinak.

Fy je hladka a

F{(z) =p1(z) = L /OO Fi(u)e™ """ du.

21 J_

Pro diskrétni pfechod procesu X (t) za dobu A (srovnej s (4))

t;
Ty, = xy, e 08 +/ e V=) dZ(vs),

ti—1

kde Z je Poissontiv bodovy proces s intenzitou v, vychazi prechodova hustota
ve tvaru

f(xi | wio1) = apg(x;—bxi1) + (1—-2a)p1(z; —bri—1) + adps,_,)(Ti). (6)

Poznamenejme, 7e zde je diky diskretizaci pouzit tento vztah b = e 7%,

Predchozi vyraz ma nazornou interpretaci: je-li pocet skokti procesu X
v daném intervalu 0, potom je tam chovani X deterministické, ¢emuz od-
povida degenerovana slozka d(p,, ). Pro pravé jeden skok méa piechodové
rozdéleni hustotu, kterad neni sice spojitd, ale lze analyticky vyjadfit (pa).
Pfipad dvou ¢i vice skokt shrnujeme do tfetiho élenu (p;), zde je hustota
spojita omezend a lze uzit inverzni vzorec. Pro ni provedeme priblizny nume-
ricky vypocet diskrétni Fourierovou transformaci, uzitim vlastnosti:

1 O _ o0 _
pi(x) = — {/ ReFi(u) cos(ux)du —|—/ ImFy (u) sin(ux)du} :
™ LJo 0
kde
Fi(u) = % [exp (vyu) cos (vzu) — 1 — Zx+

+ i{eXp (vyu) sin (vzu) — WZ_ZH

je hermitovsky symetricka funkce,

1 1 .
" :/ cos(ux) o :/ sin(uz) e
b x b x

Tedy hledana hustota p; tvori redlnou c¢ast vystupu z algoritmu rychlé Fou-
rierovy transformace (FFT).
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5 Aplikace MCMC

Na zakladé simulované realizace Coxova procesu s fidici intenzitou X(t)
chceme provést filtrovani, tj. vypocitat podminénou stfedni hodnotu (1).
Aproximujeme ji stfedni hodnotou z podminéného rozdéleni (2), které se
simuluje Metropolis-Hastingsovym algoritmem MCMC. Pomoci zminéného

o

algoritmu se postupné generuje Markoviv fetézec {xgl)} , ktery ma hle-
1=0

dané rozdéleni (2) jako stacionarni. Tedy Fetézec pro x,, ma limitni rozdéleni

marginalni od hustoty f(x1,...,Zm | n1,...,nm). V kazdém kroku se z navr-
hového rozdéleni generuje navrh y. Navrh je potom ptijat s pravdépodobnosti

a(zi,y) = min(1, h(zi, y)),

kde h(zi,y) je Metropolis-Hastingstuv pomér. Protoze za navrhové rozdéleni
byla zvolena gaussovska nahodné prochazka a tedy symetrické rozdeéleni,
tak lze navrhovou hustotu z Metropolis-Hastingsova poméru zkratit. Dale
uvazme, ze x; se projevi v soucinech ve vztahu (2) jen ve ¢lenech f(n; | x;)
a f(x; | zi—1), f(ziy1 | x;). Po Gpraveé lze tedy Metropolis-Hastingstv pomér
zjednodusit proi=1,...,k — 1 na

fi |y f | zi1) f(@iv1 | y)
i | @) f(s | win) f(@igr | 20)’

h(z;,y) =

resp. pro ¢ = k na

S | y)f(y | 2-1)
Sl | o) f(or | 2x-1)

Jak jiz bylo zminéno vySe, hustota f(x; | x;-1) je vaZenym souctem tii funkei,
z nichz funkci pg 1ze vyjadrit analyticky, degenerovanou hustotu ¢ jsme apro-
ximovali strmou trojihelnikovou hustotou a funkci p; jsme pocitali numericky
za pomoci algoritmu rychlé Fourierovy transformace.

h(zxy,y) =

6 Priklad

Demonstraci celého vypoctu provadime na zakladé simulace realizace fidiciho
procesu X (t) s parametry v = 1, 7y = 1 a g = 0 a nasledné realizace
Coxova procesu, viz obrazek 1. Pro k = 4 vstupujeme do vypoctu s ¢etnostmi
ni1 = 1,n9 = 1,n3 = 0,n4 = 2 na intervalech délky A = 1.

Pomoci Metropolis-Hastingsova algoritmu jsme potom simulovali hodnoty
{xgl)}, i = 1,...,4, kde za navrhové rozdéleni jsme zvolili gaussovskou na-
hodnou prochézku s nulouvou stfedni hodnotou a rozptylem 0,1 a pocatec¢ni
hodnoty a:(()l) i a:z(-o) jsme volili nulové.

Abychom odstranili vliv vychozi hodnoty simulace na vypocet aposte-
riorni stfedni hodnoty, bylo nutné na zakladé prubéhu simulace urcit tzv. cas
zapaleni fetézce. Pro dalsi vypocty jsme uvazovali jen hodnoty realizaci zis-
kané ze simulace po tomto bodé. Na obrazku 2a) je zobrazen prubéh simulace
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X,

0,51 en ® ©

Obrazek 1: Realizace ¢tyf bodu (puntiky) Coxova procesu s realizaci xy ¥i-
diciho procesu (¢ara). Parametry procesu jsou v = 1, vy =1 a z¢p = 0, déle
A =1.

08

05 -

04 4

50 A
02 4

0 20 40 60 a0 w0 o 02
a) iterace (x10°) b)

Obrazek 2: a) Pribéh simulace filtrované hodnoty x4 ndhodné intenzity Co-
Xova procesu. Svisla pferusovana ¢ara odpovida ¢asu zapaleni fetézce. b) His-
togram ziskany ze simulace a) po Case zapaleni. Svislymi pferusovanymi c¢a-
rami je naznacen 95% interval kredibility.

hodnoty x4 a svislou ¢arou je zde naznacen Cas zapaleni fetézce. Histogram
téchto hodnot vidime na obrazku 2b) a je zde také naznacen 95% interval
kredibility. Aposteriorni stfedni hodnoty a 95% intervaly kredibility realizaci
fetézce pro x1,x2,x3 a x4 jsou zaznamenany v tabulce 1. V této tabulce mu-
zeme sledovat zavislost spoc¢tenych hodnot na vstupni situaci (viz obrazek 1).
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| i | apost. stf. hodnota | 95% interval |

1 0,65854 (0,38;0,98)
2 0,86116 (0,56;1,26)
3 0,00019 (-0,002;0,003)
4 0,70275 (0,39;0,99)
Tabulka 1: Aposteriorni stfedni hodnoty pro realizaci zi,...,x4 procesu

s podminénou stiedni hodnotou (1) a 95% interval kredibility.
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POUZITI ROC KRIVEK PRO HODNOCENI
KLASIFIKATORU

Martin Betinec

Klicova slova: ROC, klasifikace, strojové uceni, ztratova funkce, riziko

Abstrakt: ROC krivka je nastroj uzivany pro hodnoceni a grafické znazor-
néni chovani klasifika¢nich pravidel pfi klasifikaci objekttt do dvou tiid. Jeji
pouziti prinasi fadu vyhod. Jednou z nich je, ze netrpi zkreslenim zptisobe-
nym asymetrickym zastoupenim objektt jednotlivych ttid v populaci, a proto
se s ni 1ze setkat v sirokém spektru aplikaci od mediciny pfes bankovnictvi az
po socialni védy. Z ROC kfivky se navic odvozuji i n€které dalsi miry kvality
klasifikace, jako napt. plocha pod ROC kfivkou. Kromé toho umoznuje také
pracovat s tradi¢nimi statistickymi kritérii jako je napt. riziko klasifikatoru.
Tato prace se zabyva hledanim optimalni klasifikace pro rtzna kritéria
kvality (pravdépodobnost chybnych rozhodnuti, celkovad spravnost, riziko)
na zakladé znalosti ROC kiivky a porovnavanim klasifikatortt podle nich.

1 Uvod

ROC kfivka (z angl. Reciever Operating Charasteristic) byla ptivodné vyvi-
nuta pro rozpoznavani signali v elektronice, odkud pochézi i jeji nazev. Jejim
prostFednictvi hleda ptijemce signalu (reciever) prahovou hodnotu (operating
point) rozhodovaciho pravidla tak, aby co nejlépe odlisil pfitomnost signalu
od jeho nepiitomnosti, neboli nalezl optimalni klasifikaci.

Tentyz cil sledujeme i v této praci. Nejprve v casti 2 zavedeme model
klasifika¢ni situace a upiesnime pojem klasifikatoru. Nasledujici ¢ast 3 bude
vénovana kritériim pro hodnoceni klasifikaci. Hlavni napln této prace je obsa-
Zena v casti 4, kde predstavime pojem ROC krivky a jejich vlastnosti a uka-
zeme, jak s pomoci ROC grafu hodnotit navrzené klasifikace podle rtznych
kritérii a porovnavat klasifikatory.

2 Model klasifikace

Predpokladejme, ze u kazdého z n-tice klasifikovanych objektt sledujeme
p-tici znakt popsanych realizacemi x; = (x;1,. .. ,a:ip)T e X,i=1,...,n,
nahodného vektoru X. Prostor X C RP nazvéme stavovy. Pro zkraceni za-
pisu ztotoznime v dalsich tvahach objekty a realizace vektoru X na nich,
v obecném pripadé budeme tedy o objektu s realizaci & znakd X hovorit
jako o objektu x.

Predpokladejme dale, ze mnozina sledovanych objektt se sklada ze dvou
disjunktnich tfid, oznac¢me je G; a Gy, liSicich se tim, zda jejich prvky nesou
(G1), resp. nenesou (Gy), urcitou vlastnost definujici cil klasifikace — tzv. pod-
minku — zpravidla se jedna o vyskyt jevu, ktery je pfedmétem vyzkumu (one-
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mocnéni, preference zdkaznika, bonita klienta apod.). Pfitomnost podminky
indikuje binarni ndhodna veli¢ina G svou realizaci na kazdém z objekti, tedy
G = j pro x € Gj, j € {0,1}. Pravdépodobnosti 7; := P (G = j), j € {0,1},
budeme nazyvat apriorni.

Pro uplnost dodejme, ze pojem ROC krivky lze zobecnit i na vicettidni
klasifika¢ni problém, viz napi. [5], my vSak setrvdme u dvou t¥id.

Rozhodovaci pravidlo, neboli klasifikator, 1ze chapat jako rozklad stavo-
vého prostoru X, tedy jako zobrazeni d : X — {0, 1} pfifazujici kazdému
objektu jednu z trid. Klasifikator je téz mozno interpretovat jako odhad G
skutecné tidni prislusnosti G zaloZeny na znalosti realizace ndhodného vek-
toru X, tedy G := d(X). V tomto textu se omezime pouze na klasifikatory
rozfazujici objekty prostfednictvim tzv. diagnostické veliciny (téz diskrimi-
nacni &i skorové funkce) Y =Y (X) a prahové hodnoty 6 € R podle pravidla

Y<§ = G=0 & Y>>0 = G=1. (1)

Klasifikdtor G = @(, -) je tak funkci Y (tedy klasifika¢éni metody) a prahové
hodnoty 6. Explicitni tvar diagnostické veli¢iny zavisi na pouzité klasifika¢ni
metodé. Jmenujme alespon nékteré volby, detaily 1ze nalézt napt. v [1], [6].
V ptipadé linedrni diskriminacni analyzy je Y := a® X, kde vektor para-
metrti a € RP je odhadnut klasifikdtorem v trénovaci fazi procesu uceni.

Dalsim prikladem je logistickd regrese, kde se rozhoduje podle odhadu

aexp{BT X}
1+aexp{BT X}’

pficemz klasifikdtor odhaduje vektor parametri (o, )7 € RPT1,

Rozdéleni diagnostické veliciny Y popisuje distribu¢ni funkce Fy . Pod-
minéné rozdéleni Y na objektech z Gy, resp. z Gy, je urceno distribu¢nimi
funkcemi Fj, resp. Fi, definovanymi vztahem:

aposteriorni pravdépodobnosti P (G =1|X = x), tedy Y :=

Fy(y) =PY <y|G=0)-m+PY <y|G=1)-m =7moFo(y) +mFi(y).

3 Hodnoceni klasifikace

Pro pevné zvolenou prahovou hodnotu # € R dospéjeme metodou repre-
zentovanou diagnostickou veli¢inou Y podle vztahu (1) ke klasifikaci, neboli
k roztridéni zadanych objektt x; ..., x,. Pfedstavme si nékteré ze zptisobt
jejiho hodnoceni.

3.1 Celkova spravnost

Velmi castou mirou uspésnosti klasifikace je pravdépodobnost spravné klasifi-
kace, zvana téz celkovd sprdvnost, kterou budeme znacit Acc (z angl. overall

accuracy), tedy Acc = P(G = G), coi dle vztahu (1) znamena
Acc(f) =P (Y <0|G=0) - mo+P Y >0|G=1)-m
:7TOF0((9)+7T1(1—F1(0)) :7T0'Sp(0)+71'1'56(0). (2)

Veliciny Sp a Se budou popsany v casti 3.2.
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V cestiné se nékdy accuracy preklada jako presnost. Tento nazev ovSem
byva v teorii strojového uceni vyhrazen pro preklad anglického terminu pre-
cision nesouciho odlisny vyznam, viz [2], proto jej v dalsim nebudeme uzivat.

Komplementarni mirou k celkové spravnosti je celkovd chyba, neboli prav-
dépodobnost chybné klasifikace Err = P(G # G) = 1 — Acc.

Casté vyuziti Acc a Err plyne z jejich snadné interpretovatelnosti a jed-
noduchosti vypoctu jejich empirickych odhadt — relativniho poctu spravné
(resp. Spatné) zarazenych objektti. Obé miry zavisi na apriornich pravdé-
podobnostech vyskytu my a ;. Tato vlastnost zptisobuje nevhodnost Acc
(resp. Err) jako miry kvality klasifikatoru v pfipadé asymetrického zastoupeni
skupin Gy a G; ve sledované populaci. Je-li m; velmi malé, pak z hlediska cel-
kové spravnosti (resp. chyby) se bude klasifikator, ktery automaticky zaradi
vSechny objekty do Gy, jevit velmi dobre, ackoli na objektech z Gy zcela selze.

Piikladem asymetrické binarni veli¢iny muze byt vyskyt sledované (vzéc-
né) choroby, podpora extrémistickych stran, vyskyt (socidlnich, psychickych)
deviaci, nedavéryhodnost klienta banky, apod. Disledkem asymetrického za-
stoupeni obou modalit veli¢iny G' v populaci je rozdilnd mira informace, kte-
rou kazda z irovni znaku G o sledovanych objektech poskytuje. Dva ndhodné
vybrani voli¢i extrémistickych stran budou mit pravdépodobné mnohem vice
spole¢ného nez ndhodné vybrana dvojice téch, kdo extrémisty nevoli (ti kromé
jisté miry zdravého rozumu nemusi mit spole¢ného téméf nic).

Mnoho praktickych aplikaci vede ke klasifikaci do asymetrickych binarnich
tfid. Tuto situaci lze feSit zavedenim mér hodnoticich chovani klasifikatoru
v kazdé ze t¥id Gp, G1 oddélené, soustfedme se proto na nékteré z nich.

3.2 Senzitivita a specificita

Schopnost klasifikdtoru rozpoznat pritomnost sledovaného znaku G ve sku-
piné Gy udéava tzv. senzitivita: Se = P(G = 1| G = 1). Naproti tomu spe-
cificita definovana vztahem Sp = P(CA? = 0| G = 0) je mirou toho, nakolik
klasifikator oznacuje jako nositele podminky pouze ty objekty, které ji sku-

teéné nesou. Pro klasifikdtor definovany vztahem (1) a 6 € R je

Se(e)zp(é(y,e)=1|c::1):P(Y>9|G=1):1_F1(9). (3)

Sp(e)zp(é(y,e):ma:o):P(Yg@|G:0):FO(9). (4)

Na zakladé pozorovani @1, ..., x, lze veliéiny Se(d) a Sp(f) odhadnout.

Empirické odhady Se(f) a Sp(f) se vétsinou pocitaji z tzv. matice zdimen
(z angl. confusion matriz), coz je kontingenc¢ni tabulka mezi skutec¢nymi pti-
slusnostmi objektt x;, 2 = 1,...,n, a predikcemi klasifikdtoru o nich. Nazvy
jednotlivych poli matice zdmén odpovidaji anglické terminologii:
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° Realita Matice zamén

(]

3 Go | G1

Fq'é Go | TN | FN TN — True Negatives, FN — False Negatives,
Al G| FP | TP FP — False Positives, TP — True Positives,

Oznaceni True se vztahuje ke shodam predikce a skutecnosti, zatimco False
k neshodam. Pojmy Positives, resp. Negatives znamenaji, ze klasifikator ob-
jekty zaradil do Gy, resp. do Gy.

V jazyce matice zamén lze vyjadiit empirické odhady veli¢in (3), (4) a (2)

TP - TN —  TP+TN

= - A _ -
N PO =g @ Acl) n (5)

Vyse uvedeny postup je ekvivalentni s napocitanim empirickych distribu¢nich
funkci Fy a Fy a jejich dosazenim do (3), (4).

Pojmy sensitivita a specificita pochazeji z medicinskych aplikaci. V teorii
strojového uceni se pro Se pouzivd oznaceni Uplnost (z angl. recall) a TPR

Se(0)

(True Positive Rate) — motivovany vyjadienim 3’\6(0), viz (5). Casto se misto
Sp uziva veli¢iny zvané FPR — False Positive Rate nebo také Alarm Rate:

~

FPR(A) =1— Sp(0) =P(G(Y,0) =1|G=0)=1—Fy(f), 6 cR, (6)

jejiz empiricky odhad ma tvar FPR(§) = FP/(TN + FP). Analogicky je
pro 6 € R mozno definovat (a odhadnout) miru zvanou False Negative Rate:

~

FNR(0) = P(G(Y,0) =0 |G =1) =1 — Se(d) =1 — TPR(O) = F1(0). (7)

S rostouci (resp. klesajici) prahovou hodnotou 6 klesaji (resp. rostou)
hodnoty FPR(6) a TPR(#), limitné plati

lim FPR(#) = lim TPR() =0 a lim FPR(#)= lim TPR(f) = 1.
0——+o0 60— -+oo 60— —oo 60— —oo

Klasifikator je mozné povazovat za test Hy : G = 0 proti H; : G = 1.
V disledku toho lze FPR interpretovat jako pravdepodobnost chyby prvniho
druhu a TPR jako silu testu.

4 ROC krivka a jeji vlastnosti

Klasifikator zavedeny vztahem (1) poskytne pro pevné 6 € R jednu konkrétni
klasifikaci objektu, kterou lze pomoci sensitivity a specificity (resp. FPR)
ohodnotit i v pripadé velmi odlisného zastoupeni modalit veli¢iny G. K dob-
rému zhodnoceni klasifikace je vSsak nutné soucasné kontrolovat obé dvé miry.
Tento pozadavek naplnuje zobrazeni obou mér do tzv. ROC grafu.

4.1 ROC graf

V ROC grafu se na vodorovné ose vynasi FPR(f), zatimco na svislé ose
TPR(), viz obraze