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2 Předzpracováńı obrazu

3 Perfect sampling

4 Ising̊uv model

5 Klasifikace obrazu

6 Kontrola jakosti
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Odstraněńı šumu z obrazu

Vztah pro podḿıněné rozděleńı původńıho obrazu x, p̌ri
pozorovaném y źıskáme z Bayesovy věty:

P (x |y) =
Π(x)P (y|x)∑
z∈O Π(z)P (y|z)

O znač́ı prostor všech obraz̊u.

Pro apriorńı rozděleńı Π(x) původńıho obrazu x ∈ O často
voĺıme některý ze základńıch p̌redstavitel̊u náhodných poĺı
(Ising̊uv model; Potts̊uv model).

Podḿıněné pravděpodobnosti P (y|x) záviśı na způsobu
zašuměńı původńıho obrazu.
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MCMC simulace

Úloha

Konečná množina stav̊u S = S1 × · · · × SN
Pravděpodobnostńı rozděleńı Π na množině S
Úloha: Vygenerovat posloupnost {Xi}i∈N0 reprezentuj́ıćı Π

Metropolis̊uv-Hastings̊uv algoritmus

Vygeneruj nový prvek x′k+1 z rozděleńı Q(x|xk).
Akceptuj xk+1 = x′k+1 s pravděpodobnost́ı α(x′k+1, xk),
jinak xk+1 = xk.

α(r, s) = min

(
1 ,

Π(r)Q(r|s)
Π(s)Q(s|r)

)
, r, s ∈ S

Gibbs̊uv algoritmus

Vyber složku vektoru i ∈ {1, . . . , N}.
Vygeneruj novou hodnotu x

(i)
k+1 z podḿıněného rozděleńı

Π(X(i) = x
(i)
k+1|X(−i) = x

(−i)
k )
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Markovovy řetězce

Podḿınka reversibility

Π(r)P(s|r) = Π(s)P(r|s) ∀r, s ∈ O
P(s|r) – pravděpodobnost, že v jednom kroku MCMC
simulace p̌rejdeme z obrazu r na obraz s

Podḿınka reversibility ⇒ Π(x),x ∈ S je stacionárńım
rozděleńı generovaného řetězce

Nerozložitelný, aperiodický na konečné množině stav̊u

νP n −→ Π

ν – Rozděleńı prvńıho prvku X0 posloupnosti

P n – Pravděpodobnosti p̌rechodu n krok̊u MCMC simulace
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Coupling from the past

Pro jak velké n je νP n dostatečně bĺızko k Π?

Jak generovat stacionárńı řetězec? Tj. ν = Π.

−14 −12 −10 −8 −6 −4 −2 0

Jdeme zpět v čase.

Pro každý krok si pamatujeme p̌rechody ze všech stav̊u.

Dojde–li ke splynut́ı všech stav̊u do jednoho, potom
dostaneme stacionárńı rozděleńı Π.
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Stochastické proudy (stochastic flows)

Náhodné zobrazeńı

Náhodná veličina ϕ na pravděpodobnostńım prostoru (Φ,P),

kde Φ = {ϕ : S → S} ≡ SS .

ϕ je náhodné zobrazeńı vzhledem k matici p̌rechodů P , když

P({ϕ : ϕ(r) = s}) = p(s|r), ∀r, s ∈ S. (P)

Stochastický proud

Náhodná veličina ϕ̄ na prostoru oboustranných posloupnost́ı
náhodných zobrazeńı Ω = ΦZ

ϕ̄ = {ϕj}j∈Z = (. . . , ϕj−1, ϕj , ϕj+1, . . . ).

Prostor Ω vybaven součinnovou pravděpodobnostńı ḿırou P̄

P̄({ϕ̄ ∈ Ω : ϕi = ψi, i ∈ I}) =
∏
i∈I

P(ψi).

Znač́ıme ϕn+m
n+1 = ϕn+m ◦ · · · ◦ ϕn+1
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Splynut́ı stav̊u

Kompletńı splynut́ı v čase n

Uvažujme jednu posloupnost zobrazeńı ϕ̄ ∈ Ω

∃k ∈ N0, ∃ω ∈ S, ∀s ∈ S ϕn
n−k(s) = ω.

Kompletńı splynut́ı skoro jistě

Fn množina všech proudů s kompletńım splynut́ım v čase n

P(F ) = 1. (F)

kde F =
⋂
n∈Z

Fn.
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Splynut́ı stav̊u

Vlastnosti stochastických proudů:

(P) {ϕj}j∈Z jsou náhodná zobrazeńı vzhledem k matici
p̌rechodů P .

(F) Nastává kompletńı splynut́ı skoro jistě.

Stav splynut́ı

Wn(ϕ̄) =

{
limm→−∞ ϕ

n
m(s), s ∈ S, ϕ̄ ∈ Fn,

ω0, jinak,

Věta:

Za podḿınek (P) a (F) je náhodný proces {Wn}n∈Z
stacionárńı homogenńı Markov̊uv řetězec s matićı
p̌rechodů P .
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Jak simulovat náhodná zobrazeńı

Obecný princip

Uvažujme

funkci f : S ×Θ→ S
iid Ui, i ∈ Z s hodnotami v Θ.

Pak ϕi = f(·, Ui) je náhodné zobrazeńı

Běžná konstrukce
Θ =< 0, 1 > a Ui ∼ U(< 0, 1 >)

f(si, u) = s1 if u ∈ [0, p(si, s1)]
f(si, u) = s2 if u ∈ (p(si, s1), p(si, s1) + p(si, s2)]

...
...

f(si, u) = sn if u ∈ (1− p(si, sn), 1].
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Jak ově̌rit podḿınku (F)

Definice:

Necht’ ϕ̄ ∈ Ω je stochastický tok. Pak náhodná veličina

Tn(ϕ̄) = sup{m ≤ n : ∃ω ∈ S such that ϕn
m(s) = ω ∀s ∈ S}

je nazývána čas nejpozděǰśıho splynut́ı p̌red časem n.

Věta:

Necht’ (Ω, P̄) je prostor stochastických tok̊u. Pak následuj́ıćı
podḿınky jsou všechny ekvivalentńı podḿınce (F)

1) P̄{ϕ̄ ∈ Ω : Tn(ϕ̄) > −∞} = 1 ∀n ∈ Z
2) ∃τ ∈ N takové, že P̄{ϕ̄ ∈ Ω : T0(ϕ̄) > −τ} > 0
3) ∀r, s ∈ S ∃nrs ∈ N tak, že

P̄{ϕ̄ ∈ Ω : ϕnrs
1 (r) = ϕnrs

1 (s)} > 0
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Částečně uspǒrádané množiny stav̊u

Definice:

Částečné uspǒrádáńı na množině S je relace r � s mezi
prvky r, s ∈ S se dvěma vlastnostmi

reflexivita - s � s ∀s ∈ S
transitivita - r � s a s � t implikuje r � t

Definice:

Ř́ıkáme, že náhodné zobrazeńı ϕ = (Φ,P) zachovává
uspǒrádáńı skoro jistě, jestliže plat́ı

P(Γ) = 1, (M)

kde Γ = {ϕ ∈ Φ : r � s⇒ ϕ(r) � ϕ(s),∀r, s ∈ S}
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Splynut́ı extrémů

Věta:

Předpokládejme, že P je jádro nerozložitelného Markovova
řetězce na částečně uspǒrádané množině stav̊u (S,�)
takové, že existuj́ı minimálńı a maximálńı stavy m,m ∈ S a

r � s and s � r ⇔ r = s, ∀r, s ∈ S.

Mějme dále prostor (Φ,P) náhodných zobrazeńı, který
splňuje podḿınku (F) a (M). Necht’ (Ω, P̄) je prostor
náhodných tok̊u složených z náhodných zobrazeńıch Φ (tj.
Ω = ΦZ a P̄ je součinová ḿıra PZ). Pak splynut́ı extrémů
m,m je postačuj́ıćı podḿınkou pro úplné splynut́ı.
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Jak vypadá Isingův model?
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Obraz y = {yb ∈ G}b∈B
B – pravoúhlá mř́ıžka bodů

B = {(i, j) ∈ N2, i ≤ N, j ≤M}

G – množina možných intezit

Isingův model černob́ılého obrazu

Π(y) ∼ exp

(
β
∑
a∼b

yayb

)

G = {−1, 1}
a ∼ b znač́ı sousedńı body v
mř́ıžce
Energie obrazu E = −β ∑

a∼b

yayb
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Swendsonův–Wangův algoritmus

Gibbs̊uv a Metropolis̊uv–Hastings̊uv algoritmus:

Obměňuj́ı v každém kroku pouze jeden bod.

Přechod od tmavého obrazu ke světlému je nepravděpodobný
pro vysoké hodnoty parametru β.

Swendsonův–Wang̊uv algoritmus:

Generuje nejenom sekvenci obraz̊u {xi}i∈N, ale také sekvenci
mikrohran {ei}i∈N.

V každém kroku může změnit všechny body obrazu.

Konverguje rychleji ke rozděleńı Isingova modelu.

V každém kroku provede dva úkony:

Nastaveńı mikrohran
Volba nového obrazu
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Úvod Předzpracováńı obrazu Perfect sampling Ising̊uv model Klasifikace obrazu Kontrola jakosti

Př́ıklady Isingova modelu

β = −0.3

β = 0.3

β = 0

β = 0.6
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Klasifikace obrazu

Rozděleńı obrazu na bloky

bloky vedle sebe

překrývaj́ıćı
se bloky

obdélńıkový tvar

rozd́ılné měř́ıtko

1

Postup klasifikace

Rozdělit obraz na bloky
Každému bloku p̌rǐradit texturu

Bayesovský p̌ŕıstup

Potts̊uv, p̌ŕıpadně Isingův model
volen jako apriorńı rozděleńı
textur

Zkoumaných blok̊u je zpravidla
mnoho, proto zálež́ı nejenom na
p̌resnosti použitého klasifikátoru,
ale také na rychlosti klasifikace.
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Úvod Předzpracováńı obrazu Perfect sampling Ising̊uv model Klasifikace obrazu Kontrola jakosti

Klasifikačńı stromy

O

Děleńı 1

O2

Děleńı 2

O3

Děleńı 3

O4

l1

O6

l2

O5

Děleńı 4

O7

Děleńı 5

O9

l2

O8

l1

O10

l3

O11

l2

1

Časová náročnost W (t) listu t je
časem poťrebným pro spočteńı
chrakteristik v děleńıch nad ńım.

Sťredńı časová náročnost stromu T
je vážený pr̊uměr

W (T ) =
∑
t∈T

W (t)P (Y ∈ Ot).

Zohledněńı sťredńı časové náročnosti stromu p̌ri učeńı klasifikátoru

Modifikace kritéria pro volbu vhodného děleńı

Nová zastavovaćı pravidla

Zohledněńı sťredńı časové náročnosti p̌ri prǒrezáváńı stromu
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Identifikace vad ve tkaných textilíıch

Popis problému

Vizuálńı kontrola textilíı je časově náročná a v p̌ŕıpadě malých
vad i nep̌resná.

Při automatické detekci vad je nasńımán obraz látky.

Klasifikačńı algoritmus muśı být kalibrován pro konkrétńı stroj
na detekci vad.

Vady podle směru:

ve směru osnovy

ve směru útku

směrově nezávislé

Vady podle závažnosti:

nezávažné – stač́ı vyznačit ḿısto
výskytu

závažné – poťreba zastavit stroj a
opravit vadu
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Popis látky bez vad

Základńı body

Sťredy tmavých oblast́ı v obraze

Obraz aproximován pomoćı
diskrétńı Fourierovy transformace

Popis obrazu látky bez vad

Vzájemná poloha sousedńıch
základńıch bodů ve směru útku

Vzájemná poloha sousedńıch
základńıch bodů ve směru osnovy

Vzhled obrazu látky v okoĺı
základńıch bodů
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Identifikace vad

Identifikace vad

Postupně procháźıme kandidáty na
základńı body.

Vyznač́ıme vadu, když se zvolený
vý̌rez výrazně lǐśı od pr̊uměrného
okoĺı základńıch bodů v látce bez
vad.

Klasifikace vad

Každé identifikované vadě
manuálně p̌rǐrad́ıme jej́ı typ.

Máme–li pro nějaký typ vady
dostatečné množstv́ı vzork̊u,
vytvǒŕıme model pro jeho
rozpoznáńı.
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Děkuji...
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