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Plán p̌rednášky

Opakováńı: rozděleńı náhodné veličiny.

Normálńı rozděleńı, centrálńı limitńı věta.

Odhady, testováńı hypotéz (t-test).

Regresńı analýza.

Mnohorozměrné metody.
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Jǐŕı Anděl. Statistické metody, Matfyzpress, Praha, 1998.

Lenka Komárková, Arnošt Komárek, Vladislav B́ına. Základy analýzy dat a
statistického úsudku, s p̌ŕıklady v R, Skriptum VŠE FM, Jinďrichův Hradec, 2006.

Karel Zvára. Regrese, Matfyzpress, Praha, 2008.

Doporučený software: R (www.r-project.org)
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Týden 1

Týden 1

Opakováńı:

prostor náhodných jev̊u,

náhodná veličina,

rozděleńı,

základńı typy rozděleńı (disk., spoj.),

distribučńı funkce,

hustota,

č́ıselné charakteristiky (sťredńı hodnota, rozptyl, momenty, kvantily),

standardńı normálńı rozděleńı.
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Týden 1 Náhodná veličina

Pravděpodobnostńı prostor

Ω prostor elementárńıch jev̊u (všechny možné výsledky),

ω elementárńı jevy,

A σ-algebra (vhodný systém podmnožin Ω),

P pravděpodobnostńı ḿıra

(Ω,A,P) . . . pravděpodobnostńı prostor

(R,B) . . . reálná č́ısla s borelovskou σ-algebrou

Náhodná veličina je mě̌ritelné zobrazeńı (Ω,A,P)→ (R,B).

Př́ıklady: hod minćı, hod kostkou, počaśı, čas mezi událostmi, doba
výpočtu, quincunx . . .
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Týden 1 Náhodná veličina

Nezávislost

Náhodné jevy A,B ⊂ Ω nazýváme nezávislé, pokud

P(A ∩ B) = P(A & B) = P(A)P(B).

Jestliže jsou jevy A, B nezávislé a P(A) > 0, P(B) > 0, pak podḿıněná
pravděpodobnost

P(A | B) =
P(A ∩ B)

P(B)
=

P(A)P(B)

P(B)
= P(A)

a podobně P(B | A) = P(B).

Náhodné veličiny X a Y jsou nezávislé pokud jevy {X ≤ a} a {Y ≤ b}
jsou nezávislé pro všechna a a b, tj. pokud

F (a, b) = P({X ≤ a}∩{Y ≤ b}) = P({X ≤ a})P({Y ≤ b}) = FX (a)FY (b).
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Týden 1 Náhodná veličina

Distribučńı funkce

Distribučńı funkce náhodné veličiny X je

F (x) = P(X ≤ x), x ∈ R

Distribučńı funkce udává na prostoru (R,B) pravděpodobnostńı ḿıru,
které se ř́ıká rozděleńı náhodné veličiny X .

Z definice distribučńı funkce je žrejmé, že 0 ≤ F (x) ≤ 1 a pro x1 < x2 je
F (x1) ≤ F (x2) (distribučńı funkce je neklesaj́ıćı). Lze odvodit i
limx→−∞ F (x) = 0 a limx→∞ F (x) = 1.

Pomoćı distribučńı funkce můžeme snadno spoč́ıtat pravděpodobnost, že
náhodná veličina padne do libovolného intervalu:

P(X ∈ (a, b〉) = P(X ≤ b)− P(X ≤ a) = F (b)− F (a).

Zdeněk Hlávka (KPMS) NMAI 061 6 / 232

Týden 1 Náhodná veličina

Model náhodných děj̊u

Pravděpodobnostńı rozděleńı se často použ́ıvaj́ı jako popis náhodných
děj̊u, nap̌r.:

diskrétńı (F je skokovitá funkce)

alternativńı (Bernoulli),
binomické,
Poissonovo,

spojitá (tj. existuje hustota f tak, že F (x) =
∫ x

0 f (u)du)

exponenciálńı,
Laplace, Cauchy, Weibull, Pareto, Erlang, . . .
normálńı (Gaussovo)
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Týden 1 Náhodná veličina

Př́ıklad: Quincunx: binomické rozděleńı umožňuje jednoduchý výpočet
pravděpodobnost́ı a p̌redpovědńıch interval̊u (p̌redpov́ıdáńı).

R:

pbinom

dbinom

rbinom

qbinom

Později uvid́ıme, že binomické rozděleńı lze pomoćı centrálńı limitńı věty
dob̌re aproximovat normálńım rozděleńım.
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Týden 1 Náhodná veličina

Hustota

Rozděleńı spojité náhodné veličiny se nejčastěji určuje hustotou.

Náhodná veličina X s distribučńı funkćı F (x) má hustotu f (x), pokud

F (x) =

∫ x

−∞
f (t)dt.

Hustota jednoznačně (a názorně) určuje rozděleńı spojité náhodné veličiny.

Anglicky: density, probability density function, pdf.
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Týden 1 Náhodná veličina

Základńı vlastnosti hustoty plynou z vlastnost́ı pravděpodobnosti. Pro
a < b máme:

P(X ∈ (a, b〉) = P(X ∈ (−∞, b〉)− P(X ∈ (−∞, a〉)
= P(X ≤ b)− P(X ≤ a)

= F (b)− F (a) =

∫ b

−∞
f (t)dt −

∫ a

−∞
f (t)dt

=

∫ b

a
f (t)dt.

Hustota je žrejmě vždy nezáporná a
∫ +∞
−∞ f (x)dx = 1.
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Týden 1 Standardńı normálńı rozděleńı N(0, 1)

Př́ıklad: V́ıme, že n.v. X má standardńı normálńı rozděleńı N(0, 1), pokud
má hustotu:

f (x) =
1√
2π

exp{−x2/2}.

Distribučńı funkce:

F (x) =

∫ x

−∞
f (t)dt =

∫ x

−∞

1√
2π

exp{−t2/2}dt.

Jednoduše můžeme spoč́ıtat nap̌r.:

P(X ∈ (−1, 1)) =

∫ 1

−1
f (x)dx = F (1)− F (−1) = 2F (1)− 1,

P(X ∈ (0, 2)) =

∫ 2

0
f (x)dx = F (2)− F (0) = F (2)− 0.5.
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Týden 1 Standardńı normálńı rozděleńı N(0, 1)
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Týden 1 Momenty

Charakteristiky rozděleńı náhodné veličiny

Rozděleńı náhodné veličiny je kompletně popsané distribučńı funkćı
(p̌ŕıpadně hustotou nebo pravděpodobnostńı funkćı).

Zjednodušeně se rozděleńı náhodných veličin popisuje pomoćı vhodných
měr polohy (nap̌ŕıklad sťredńı hodnota, medián, kvantily) a pomoćı
vhodných měr variability (nap̌ŕıklad rozptyl, směrodatná odchylka,
mezikvartilové rozpět́ı).

Důležité jsou zejména:

momenty (sťredńı hodnota, rozptyl a podobně),

kvantily (nap̌ŕıklad medián).

Zdeněk Hlávka (KPMS) NMAI 061 13 / 232

Týden 1 Momenty

Mějme náhodnou veličinu X s distribučńı funkćı F (x), pak sťredńı
hodnota (expectation) n.v. X je:

EX =

∫ +∞

−∞
xdF (x) =


∫

xf (x)dx pro spojité X ,∑+∞
i=1 xiP(X = xi ) pro diskrétńı X .

Sťredńı hodnota transformované náhodné veličiny g(X ) je:

EX =

∫ +∞

−∞
g(x)dF (x) = . . .

Nap̌ŕıklad rozptyl (variance) spojité n.v. X s hustotou f (x) je:

Var(X ) = E{(X − EX )2} =

∫ +∞

−∞
(x − EX )2f (x)dx .
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Týden 1 Momenty

Obecně zavád́ıme k-tý moment náhodné veličiny X :

EX k =

∫ +∞

−∞
xkdF (x)

a k-tý centrálńı moment n.v. X :

µk = E (X − EX )k =

∫ +∞

−∞
(x − EX )kdF (x).

Rozptyl je tedy druhý centrálńı moment (Var(X ) = σ2 = µ2).

Směrodatná odchylka (standard deviation) je s.d . =
√

Var(X ).

Šikmost (skewness) se definuje jako µ3/σ
3 (ḿıra

”
nesymetrie“).

Špičatost (kurtosis) se definuje jako µ4/σ
4.
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Týden 1 Momenty

Př́ıklad: Pro X ∼ N(0, 1), tj. standardńı normálńı rozděleńı máme:

EX =

∫
xf (x)dx =

∫
x

1√
2π

exp{−x2/2}dx = . . .

Var X =

∫
(x − EX )2 1√

2π
exp{−x2/2}dx = . . .

Sťredńı hodnota je ḿıra polohy.

Rozptyl (nebo směrodatná odchylka) je ḿıra
”
rozptýlenosti“ (nebo

mě̌ŕıtka).

Šikmost je ḿıra nesymetrie rozděleńı náhodné veličiny.
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Týden 1 Momenty

Pravidla pro poč́ıtáńı se sťredńımi hodnotami

Máme náhodné veličiny X a Y a konstanty a a b. Pak

Ea = a,

EaX =
∫

axdF (x) = a
∫

xdF (x) = aEX ,

E (a + bX ) = a + bEX ,

E (X + Y ) = EX + EY .

Pravidla pro poč́ıtáńı s rozptylem

Var(a) = 0,

Var(aX ) = a2 Var(X ),

Var(b + X ) = Var(X ),

Var(X + Y ) = Var(X ) + 2E (X − EX )(Y − EY ) + Var(y).

(Pravidla lze snadno ově̌rit pomoćı definice sťredńı hodnoty.)
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Týden 1 Kvantily

V́ıme, že P(X ∈ (a, b)) = F (b)− F (a). Pokud bychom chtěli naj́ıt interval
(a, b) takový, že P(X ∈ (a, b)) = 0.95, můžeme zvolit a a b nap̌ŕıklad tak,
aby F (b) = 0.975 a F (a) = 0.025.

Při
”
p̌redpov́ıdáńı“ tedy poťrebujeme vědět, ve kterých bodech nabývá

distribučńı funkce jistých hodnot.

Pro náhodnou veličinu X s d.f. F (x) a pro α ∈ (0, 1), je xα tzv. α-kvantil
rozděleńı n.v. X , pokud

F (xα) = P(X ≤ xα) = α.

Př́ıklad: Má-li X rozděleńı N(0, 1), pak P(X ≤ −1.645)
.

= 0.05. Hodnota
−1.645 je tedy 0.05-kvantil rozděleńı N(0, 1).

Př́ıklad: Má-li X rozděleńı N(0, 1), pak P(X ≤ 1.96)
.

= 0.975. Hodnota
1.96 je tedy 0.975-kvantil rozděleńı N(0, 1).
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Týden 1 Kvantily
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Týden 1 Kvantily
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Týden 1 Kvantily
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Týden 1 Kvantily

Důležitost normálńıho rozděleńı plyne zejména z tzv. centrálńı limitńı věty:

Věta: Necht’ {X1,X2, . . . } je posloupnost i.i.d. (nezávislých a stejně
rozdělených) náhodných veličin s EXi = µ a Var(Xi ) = σ2 < +∞.

Pak pro n→∞ náhodná veličina
√

n(X n − µ)/σ konverguje (v distribuci)
k normálńımu rozděleńı N(0, 1):

√
n

{(
1

n

n∑
i=1

Xi

)
− µ

}
D−→ N(0, σ2).

Konvergence v distribuci k F = konvergence distribučńıch funkćı (v bodech

spojitosti F )

Nezávislost náhodných veličin X1 a X2 = hodnoty náhodné veličiny X1 neovlivňuj́ı

rozděleńı (distribučńı funkci) X2 = sdružená distribučńı funkce je součin

jednotlivých (marginálńıch) distribučńıch funkćı
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Týden 2

Týden 2

Téma:

kvantily,

normálńı rozděleńı,

centrálńı limitńı věta a jej́ı použit́ı,

náhodný výběr,

bodový odhad,

nestrannost,

konzistence,

p̌ŕıklad: konstrukce konfidenčńıho intervalu pro sťredńı hodnotu.
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Týden 2

Kvantil

α kvantil náhodné veličiny X je č́ıslo xα, které splňuje:

P(X ≤ xα) = α.

Některé kvantily nemuśı být definovány jednoznačně a pro diskrétńı
náhodné veličiny nemuśı některé kvantily existovat.

Obecněji (a jednoznačně) lze α-kvantil definovat nap̌r.

xα = inf{x : P(X ≤ xα) ≥ α}.
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Týden 2

Kvantilová funkce

obecně: F distribučńı funkce −→ F−1 je kvantilová funkce (pokud existuje)

Nap̌r. medián (50% kvantil), horńı a dolńı kvartil (25% a 75% kvantil),
decily, percentily, atd.
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α kvantil rozděleńı N(0,1) budeme označovat uα (v R: qnorm()).
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Týden 2 Normálńı rozděleńı

Př́ıklad: Necht’ náhodná veličina X má standardńı normálńı rozděleńı.
Z pravidel pro poč́ıtáńı sťredńıch hodnot v́ıme, že E (µ+ σX ) = µ a
Var(µ+σX ) = σ2. Jaké rozděleńı ale má náhodná veličina µ+σX = Y ?

Předpokládejme, že σ > 0. Podle věty o hustotě transformované
náhodné veličiny (Anděl MS, Věta 3/46):

”
Necht’ X má spojitou distribučńı

funkci F (x). Předpokládejme, že F ′(x) = f (x) existuje všude s výjimkou nanejvýš

konečně mnoha bod̊u. Budiž t(x) ryze monotónńı funkce, která má všude

derivaci. Označme τ inverzńı funkci k t. Pak náhodná veličina Y = t(X ) má

hustotu g(y) = f {τ(y)}|τ ′(y)|.“ máme X = (Y − µ)/σ = τ(Y ) a tedy

g(y) =
1√
2π

exp{(y − µ)2/(2σ2)}/σ.
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Týden 2 Normálńı rozděleńı

Normálńı rozděleńı N(µ, σ2)
Řekneme, že náhodná veličina Y má rozděleńı N(µ, σ2), pokud má
hustotu:

φ(y) =
1√
2πσ

exp{−(y − µ)2/(2σ2)}.

Význam parametr̊u (protože Y = µ+ σX , kde X ∼ N(0, 1)):

µ = EY , tj. sťredńı hodnota,

σ2 = Var(Y ), tj. rozptyl.

Pro α-kvantil yα n.v. Y ∼ N(µ, σ2) plat́ı, že:

α = P(Y ≤ yα) = P(µ+ σX ≤ yα) = P(X ≤ (yα − µ)/σ)

a proto (yα − µ)/σ = uα a tedy yα = µ+ σuα (proto jsou v tabulkách
uvedeny pouze kvantily N(0,1)).
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Týden 2 Normálńı rozděleńı

Př́ıklad: Tvar normálńıho rozděleńı: curve(dnorm(x))

Př́ıklad: Pravidlo σ, 2σ, 3σ, . . .

P(Y ∈ (µ− σ, µ+ σ)) = · · · = pnorm(1)-pnorm(-1) = 1-2*pnorm(-1)
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Týden 2 Normálńı rozděleńı

Důležitost normálńıho rozděleńı plyne zejména z tzv. centrálńı limitńı věty:

Věta: Necht’ {X1,X2, . . . } je posloupnost i.i.d. (nezávislých a stejně
rozdělených) náhodných veličin s EXi = µ a Var(Xi ) = σ2 < +∞.

Pak pro n→∞ náhodná veličina
√

n(X n − µ)/σ konverguje (v distribuci)
k normálńımu rozděleńı N(0, 1):

√
n

{(
1

n

n∑
i=1

Xi

)
− µ

}
D−→ N(0, σ2).

Konvergence v distribuci k F = konvergence distribučńıch funkćı (v bodech

spojitosti F )

Nezávislost náhodných veličin X1 a X2 = hodnoty náhodné veličiny X1 neovlivňuj́ı

rozděleńı (distribučńı funkci) X2 = sdružená distribučńı funkce je součin

jednotlivých (marginálńıch) distribučńıch funkćı
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Týden 2 Normálńı rozděleńı

S nezávislými veličinami X1 a X2 se dob̌re poč́ıtá:

E (X1X2) = E (X1)E (X2)

Cov(X1,X2) = 0

Var(X1 + X2) = Var X1 + 2 Cov(X1,X2) + Var X2 = Var X1 + Var X2

Var(X1 − X2) = Var X1 − 2 Cov(X1,X2) + Var X2 = Var X1 + Var X2

Veličiny X1, . . . ,Xn jsou navzájem nezávislé, pokud je nezávislá každá
jejich podmnožina (je to něco jiného než

”
po dvou“ nezávislé):

E (X1X2 . . .Xn) = E (X1)E (X2) . . .E (Xn)

Var
(∑

Xi

)
=
∑

Var(Xi )
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Týden 2 Normálńı rozděleńı

CLV dob̌re aproximuje chováńı pr̊uměru nebo součtu nezávislých
náhodných veličin (je to prakticky totéž, protože se to lǐśı jenom známou
konstantou).

Př́ıklad: Quincunx: konečná poloha kuličky. Kvantily normálńıho rozděleńı
můžeme použ́ıt pro pravděpodobnostńı p̌redpověd’.
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Týden 2 Odhad parametru a jeho vlastnosti

Odhad

Ćılem je odhadnout poťrebné parametry (nap̌ŕıklad sťredńı hodnotu) na
základě źıskaných pozorováńı.

Definice: Řekneme, že náhodné veličiny X1, . . . ,Xn tvǒŕı náhodný výběr,
pokud Xi jsou navzájem nezávislé a maj́ı stejné rozděleńı.

Definice: Necht’ X1, . . . ,Xn je náhodný výběr z rozděleńı s distribučńı
funkćı Fθ(x), kde θ je odhadovaný parametr. Odhadem nazveme
libovolnou funkci T (X1, . . . ,Xn) (důležité je, že funkce T (.) nezáviśı na
neznámém parametru θ).

Odhady se snaž́ıme zvolit tak, aby měly
”
dobré vlastnosti“.
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Týden 2 Odhad parametru a jeho vlastnosti

Teoretické vlastnosti odhadů

Žádoućı vlastnosti odhadu:

konzistence

nestrannost

Mı́ry kvality odhadu:

vychýleńı (bias)

rozptyl

MSE
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Týden 2 Odhad parametru a jeho vlastnosti

Rozděleńı pr̊uměru

Př́ıklad: Mějme náhodný výběr o rozsahu n z normálńıho rozděleńı. Jaké
je rozděleńı výběrového pr̊uměru?

Jednoduše lze spoč́ıtat sťredńı hodnotu i rozptyl výběrového pr̊uměru.

Později si ukážeme, že lineárńı transformace
”
zachovává normalitu“ a

výběrový pr̊uměr má tedy normálńı rozděleńı N(µ, σ2/n).
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Týden 2 Odhad parametru a jeho vlastnosti

Př́ıklad: Mějme náhodný výběr o rozsahu n z nějakého jiného rozděleńı.
Jaké je rozděleńı výběrového pr̊uměru?

Pokud má zadané rozděleńı sťredńı hodnotu (EX ), pak je sťredńı hodnota
výběrového pr̊uměru rovná této sťredńı hodnotě.

Rozděleńı výběrového pr̊uměru záviśı na rozděleńı náhodné veličiny (X ).
Pro rostoućı počet pozorováńı se rozděleńı výběrového pr̊uměru rychle bĺıž́ı
rozděleńı normálńımu podle CLV.

Nav́ıc existuj́ı výpočetně náročné metody (bootstrap, subsampling), které nám umožńı

aproximovat rozděleńı výběrového pr̊uměru i bez p̌redpokladu znalosti rozděleńı X .
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Týden 2 Odhad parametru a jeho vlastnosti

Jednoduchý konfidenčńı interval

Př́ıklad: konfidenčńı interval pro sťredńı hodnotu, pokud známe rozptyl.

Quincunx:

1 Spoč́ıtáme teoretický rozptyl mě̌rené náhodné veličiny.

2 D́ıky CLV źıskáme p̌ribližné normálńı rozděleńı pr̊uměru.

3 Pomoćı kvantil̊u standardńıho normálńıho rozděleńı a jednoduchých
algebraických úprav odvod́ıme konfidenčńı inteval (náhodný interval,
který s danou pravděpodobnost́ı p̌rekryje neznámou sťredńı hodnotu).
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Týden 3

Týden 3

Téma:

rozděleńı odvozená od normálńıho,

výběrové charakteristiky.

vlastnosti pr̊uměru a výběrového rozptylu,

výběr z normálńıho rozděleńı a jeho vlastnosti.

konfidenčńı intervaly (jednostranné i oboustranné) pro parametry
normálńıho rozděleńı.
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Týden 3 Rozděleńı odvozená od normálńıho

χ2-rozděleńı

Necht’ jsou X1,X2, . . . a Y1,Y2 . . . nezávislé posloupnosti iid N(0, 1) n.v.

χ2-rozděleńı o n stupńıch volnosti je rozděleńı náhodné veličiny

Zn =
n∑

i=1

X 2
i

Znač́ıme Zn ∼ χ2
n.

V́ıme, že EZn = n a Var Zn = 2n (viz nap̌r. Wikipedia)

Kvantily budeme značit χ2
n;1−α
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Týden 3 Rozděleńı odvozená od normálńıho

t-rozděleńı a F-rozděleńı

t-rozděleńı o n stupńıch volnosti: rozděleńı pod́ılu standardńıho normálńıho
(tj. X ∼ N(0, 1)) a odmocniny nezávislého χ2 rozděleńı s n stupni
volnosti: T = X/

√
Zn/n ∼ tn;

(1− α) kvantil budeme značit tn;1−α.

Důležité je nezaměňovat kvantily a kritické hodnoty!!

F-rozděleńı o n a m stupńıch volnosti: rozděleńı pod́ılu
(Wn/n)/(Zm/m) ∼ Fn,m dvou nezávislých náhodných veličin
s χ2-rozděleńım (Wn ∼ χ2

n, Zm ∼ χ2
m);

(1− α) kvantil budeme značit Fn,m;1−α
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Týden 3 Náhodný výběr

Častý úkol ve statistice je
”
něco zjistit“ o parametrech nějakého rozděleńı.

Takové
”
zjǐst’ováńı“ bývá ve statistice založeno na opakovaných

pozorováńıch nějaké náhodné veličiny. V nejjednoduš̌śı situaci můžeme
p̌redpokládat, že tato opakovaná pozorováńı jsou źıskána pomoćı
náhodného výběru.

Definice: Řekneme, že náhodné veličiny X1, . . . ,Xn tvǒŕı náhodný výběr,
pokud Xi jsou navzájem nezávislé a maj́ı stejné rozděleńı.

Namě̌reným hodnotám x1, . . . , xn budeme ř́ıkat realizace náhodného
výběru.

Př́ıklad: quincunx, hod minćı (situace p̌red a po)
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Týden 3 Charakteristiky náhodného výběru

Mějme náhodný výběr X1, . . . ,Xn. Základńı výběrové charakteristiky jsou:

ḿıry polohy (pr̊uměr, medián)

ḿıry mě̌ŕıtka (výběrový rozptyl, směrodatná odchylka, rozpět́ı,
mezikvartilové rozpět́ı)

výběrové kvantily (medián, kvartily, minimum, maximum)

výběrové momenty a centrálńı momenty (pr̊uměr, rozptyl, šikmost,
špičatost)

Pomoćı metod teorie pravděpodobnosti je možné odvodit teoretické
vlastnosti (pravděpodobnostńı rozděleńı) výběrových charakteristik, na
které se d́ıváme jako na náhodné veličiny.

To někdy bývá matoućı, proto je poťreba důsledně rozlǐsovat náhodné veličiny

(nap̌r. pr̊uměr X n) a jejich realizace (namě̌rený a vypočtený pr̊uměr xn).
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Týden 3 Charakteristiky náhodného výběru

Př́ıklad:

1/ Sťredńı hodnota výběrového pr̊uměru a výběrového rozptylu.

2/ Rozptyl výběrového pr̊uměru.

3/ Rozděleńı výběrového pr̊uměru (bez p̌redpokladu normality): Necht’

X1, . . . ,Xn je náhodný výběr splňuj́ıćı p̌redpoklady centrálńı limitńı věty. Pak

rozděleńı náhodné veličiny
√

n(X n − µ) konverguje v distribuci k N(0, σ2) a

rozděleńı výběrového pr̊uměru lze aproximovat pomoćı rozděleńı N(µ, σ2/n).
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Týden 3 Rozděleńı pr̊uměru a rozptylu za p̌redpokladu normality

Rozděleńı výběrového pr̊uměru a rozptylu za p̌redpokladu normality.

Věta: Necht’ X1, . . . ,Xn je náhodný výběr z N(µ, σ2). Pak plat́ı:

X n ∼ N(µ, σ2/n),

(n − 1)S2/σ2 má rozděleńı χ2
n−1, je-li n > 1 a σ2 > 0,

je-li n > 1, jsou veličiny X n a S2 nezávislé.

Důkaz: viz Anděl: Matematická statistika, věta 18, strana 82, SNTL, 1985.

Př́ıklad: Nezávislost X + Y a X − Y za p̌redpokladu normality.

Př́ıklad: Z věty lze nap̌r. jednoduše spoč́ıtat rozptyl výběrového rozptylu
za p̌redpokladu normality.
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Týden 3 Intervaly spolehlivosti

Intervalový odhad

Mějme náhodný výběr X1, . . . ,Xn z rozděleńı s distribučńı funkćı Fθ(x),
θ ∈ Θ.

Intervalový odhad je založen na dvou odhadech T1(X1, . . . ,Xn) a
T2(X1, . . . ,Xn) (funkce, které neobsahuj́ı θ) a které splňuj́ı

P{T1(X1, . . . ,Xn) < θ < T2(X1, . . . ,Xn)} = 1− α,

kde 1− α je spolehlivost (nejčastěji 0.95).

Horńı odhad (jednostranný): P{θ < Th(X1, . . . ,Xn)} = 1− α.

Dolńı odhad: P{Td(X1, . . . ,Xn) < θ} = 1− α.
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Týden 3 Intervaly spolehlivosti

Konstrukce intervalového odhadu

Máme odhad T (X1, . . . ,Xn) a ze znalosti rozděleńı nějaké jeho funkce
h(T , θ) najdeme c1 a c2 tak, aby

P(c1 < h(T , θ) < c2) = 1− α

a jednoduchými algebraickými úpravami źıskáme c̃1 a c̃2 tak, aby

P(c̃1 < θ < c̃2) = 1− α.

Př́ıklad: sťredńı hodnota a rozptyl normálńıho rozděleńı.
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Týden 3 Intervaly spolehlivosti

Konfidenčńı interval pro sťredńı hodnotu normálńıho
rozděleńı

Použit́ım t-rozděleńı źıskáme oboustranný konfidenčńı interval:

(X n ± tn−1;1−α/2Sn/
√

n)

Jednostranné intervaly:

(−∞,X n + tn−1;1−αSn/
√

n)

(X n − tn−1;1−αSn/
√

n,∞)
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Týden 3 Intervaly spolehlivosti

Bez p̌redpokladu normality (pro rozděleńı s konečným rozptylem), lze
použ́ıt p̌ribližný interval založený na CLV:

(X n ± u1−α/2Sn/
√

n).

Podobné intervaly (p̌resné nebo asymptotické - se σ a kvantily normálńıho
rozděleńı) vycháźı i pokud je rozptyl známý (taková situace je ale v praxi
sṕı̌se neobvyklá).
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Týden 3 Intervaly spolehlivosti

Př́ıklad: Interval spolehlivosti pro rozptyl: horńı odhad, oboustranný
interval (problém volby vhodného kvantilu).

Oboustranný konfidenčńı interval pro rozptyl normálńıho rozděleńı:(
(n − 1)S2

n

χ2
n−1;1−α/2

,
(n − 1)S2

n

χ2
n−1;α/2

)

Horńı odhad (obdobně): (n − 1)S2
n/χ

2
n−1;α.
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Týden 4

Týden 4

Téma:

odhadováńı,

momentová metoda a delta metoda,

metoda maximálńı věrohodnosti (diskrétńı i spojitá rozděleńı),

vlastnosti maximálně věrohodného odhadu.
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Týden 4 Konstrukce odhadu

Situace: máme náhodný výběr z rozděleńı s distribučńı funkćı Fθ(x) a
chceme odhadnout (vektorový) parametr θ = (θ1, . . . , θp).

Nejobvykleǰśı metody konstrukce odhadu:

momentová metoda (odhad se konstruuje pomoćı srovnáńı
teoretických a výběrových moment̊u),

metoda maximálńı věrohodnosti.
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Týden 4 Momentová metoda

Momentová metoda

Princip metody: za odhad se zvoĺı taková hodnota parametru θ, která vede
ke shodě prvńıch p teoretických a výběrových moment̊u (bud’ centrálńıch
nebo necentrálńıch). Teoretické momenty mj(θ) záviśı na θ, výběrové

momenty
∑n

i=1 X j
i /n jsou funkce náhodného výběru.

Odhad θ̂ źıskáme řešeńım soustavy rovnic mi (θ̂) =
∑

X j
i /n.

Př́ıklad: Odhad parametru exponenciálńıho rozděleńı s hustotou λe−λx

pro x > 0.

Asymptotické rozděleńı θ̂ lze často spoč́ıtat použit́ım CLV a delta-metody.
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Týden 4 Momentová metoda

Delta metoda v jednorozměrném p̌ŕıpadě

Pokud posloupnost náhodných veličin Xn splňuje

√
n[Xn − θ]

D−→ N(0, σ2),

pak
√

n[g(Xn)− g(θ)]
D−→ N (0, σ2[g ′(θ)]2)

pro každou funkci g(.), která má derivaci g ′(θ) 6= 0.

Př́ıklad: Asymptotické rozděleńı odhadu λ̂ parametru λ exponenciálńıho
rozděleńı.
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Týden 4 Momentová metoda

Delta metoda ve v́ıcerozměrném p̌ŕıpadě

Pro informaci (mnohorozměrné normálńı rozděleńı bude později):

Pomoćı mnohorozměrné centrálńı limitńı věty můžeme źıskat:

√
n
(
ξ̂ − ξ

)
D−→ N (0,Σ) ,

kde Σ je pozitivně definitńı variančńı matice.

Pak nám delta metoda dává asymptotické rozděleńı věktoru θ̂ = h(ξ̂):

√
n
(

h(ξ̂)− h(ξ)
)

D−→ N
(

0,∇h(β)T · Σ · ∇h(β)
)
.
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Týden 4 Metoda maximálńı věrohodnosti

Metoda maximálńı věrohodnosti

Princip metody: odhad je
”
nejpravděpodobněǰśı“ hodnota parametru,

tj. hodnota parametru, která maximalizuje sdruženou hustotu (nebo
pravděpodobnost) pozorovaného náhodného výběru.

Věrohodnostńı funkce:

L(θ; X1, . . . ,Xn) =
∏

fθ(Xi )

(pro diskrétńı n.v. použijeme pravděpodobnostńı funkćı ḿısto hustoty)

Maximálně věrohodný odhad θ̂ takový, že

L(θ̂; X1, . . . ,Xn) ≥ L(θ; X1, . . . ,Xn), ∀θ ∈ Θ.

Při hledáńı maximálně věrohodného odhadu se věťsinou lépe pracuje s
logaritmickou věrohodnostńı funkćı.
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Týden 4 Metoda maximálńı věrohodnosti

Logaritmická věrohodnostńı funkce:

l(θ; X1, . . . ,Xn) = log L(θ; X1, . . . ,Xn) =
∑

log fθ(Xi )

Obvyklý postup: spoč́ıtáme derivaci logaritmické věrohodnostńı funkce a
polož́ıme ji rovnou nule. Vy̌rešeńım této soustavy rovnic źıskáme
maximálně věrohodné odhady jednotlivých parametr̊u.

Př́ıklad: Odhad sťredńı hodnoty exponenciálńıho rozděleńı.

Př́ıklad: Odhad sťredńı hodnoty a rozptylu normálńıho rozděleńı.

Př́ıklad: Odhad sťredńı hodnoty Poissonova rozděleńı (diskrétńı rozděleńı).
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Týden 4 Metoda maximálńı věrohodnosti

Asymptotické rozděleńı ML odhadu

Věta: Za jistých p̌redpokladů má maximálně věrohodný odhad θ̂
parametru θ asymptotické rozděleńı:

n1/2(θ̂ − θ)
D−→ N(0, 1/J(θ)),

kde

J(θ) = −E

{
∂2 log fθ(X )

∂θ2

}
je Fisherova ḿıra informace o parametru θ, která je obsažena v náhodné
veličině X s hustotou fθ(x).

Důkaz a všechny p̌redpoklady: viz nap̌ŕıklad Anděl (1985, věta XV.6.10,
str. 268)

Pozn.: (Jn(θ) = nJ(θ) je Fisherova ḿıra informace o parametru θ, která je

obsažena v náhodném výběru X1, . . . ,Xn z rozděleńı s hustotou fθ(x)).
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Týden 4 Metoda maximálńı věrohodnosti

Asymptotické rozděleńı ML odhadu

Poznámky k maximálně věrohodným odhadům:

Pokud věrohodnostńı matici maximalizujeme numericky, tak můžeme
numericky źıskat i odhad Fisherovy informace (sťredńı hodnotu
odhadneme pr̊uměrem a vyjde nám druhá derivace věrohodnostńı funkce).

Pokud odhadujeme vektorový parametr, pak má maximálně věrohodný
odhad asymptoticky mnohorozměrné normálńı rozděleńı (s nulovou sťredńı
hodnotou) a variančńı matice je inverze tzv. Fisherovy informačńı matice.

V praxi se jako odhad variančńı matice často použ́ıvá tzv. sandwichový
odhad J−1(θ)V (θ)J−1(θ), který má výhodněǰśı vlastnosti

(V (θ) = Var
{
∂ log fθ(X )

∂θ

}
).
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Týden 5

Týden 5

Téma:

princip testováńı hypotéz,

nulová a alternativńı hypotéza,

chyba prvńıho a druhého druhu,

hladina testu,

śıla testu (silofunkce),

jednovýběrový t-test,

p-hodnota.
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Týden 5 Testováńı hypotéz

Testováńı hypotéz

hypotéza = výrok o parametru (nebo typu) rozděleńı

nulová hypotéza . . . H0

alternativńı hypotéza . . . H1

Máme X1, . . . ,Xn náhodný výběr z rozděleńı, jehož distribučńı funkce
záviśı na θ ∈ Θ

Chceme otestovat H0 versus H1:
H0 : θ = θ0

H1 : θ ∈ {Θ \ θ0}
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Týden 5 Testováńı hypotéz

Testovaćı kritérium (statistika) T (X1, . . . ,Xn). Nulovou hypotézu (H0)
zaḿıtneme ve prospěch alternativńı hypotézy (H1), pokud testová
statistika padne do p̌redem určeného kritického oboru K (tj. T ∈ K ).

Rozhodováńı p̌rináš́ı možnost chyby:
chyba 1.druhu = H0 zaḿıtneme i když plat́ı = P(T ∈ K |H0)
chyba 2.druhu = H0 nezaḿıtneme když neplat́ı= P(T 6∈ K |H1)

Hladina testu (významnosti) = P(chyba 1.druhu) = α (obvykle
0.05, 0.01, . . . )

Śıla testu = P(T ∈ K |H1)

Obvykle požadujeme, aby chyba 1. druhu nebyla moc velká
(P(T ∈ K |H0) ≤ α) a p̌ritom byla śıla testu co nejvěťśı.

P-hodnota = hraničńı hladina testu, na které ještě zaḿıtáne nulovou
hypotézu (tj. nulovou hypotézu zaḿıtáme, pokud je p-hodnota ≤ α)

Zdeněk Hlávka (KPMS) NMAI 061 60 / 232



Týden 5 Odvozeńı testu

Obvyklý (rozumný) postup p̌ri odvozováńı testu:

1 zvoĺıme rozumnou testovou statistiku T (obvykle:
”
malá za H0, velká

za H1“),

2 urč́ıme kritický obor K tak, aby P(T ∈ K |H0) = α.

Postup p̌ri testováńı: zaḿıtneme H0, pokud T ∈ K .

Zaḿıtnut́ı nulové hypotézy znamená:
”
prokázali jsme, že plat́ı H1“.

Nezaḿıtnut́ı nulové hypotézy znamená: bud’ H0 plat́ı nebo nemáme dost
pozorováńı, abychom mohli H0 vyvrátit (v praxi se vyplat́ı naplánovat
experiment tak, abychom

”
zaj́ımavý rozd́ıl“ prokázali s dostatečně velkou

pravděpodobnost́ı (śılou)).
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Týden 5 Jednovýběrový t-test

Jednovýběrový t-test (one-sample t-test)

X1, . . . ,Xn náhodný výběr z N(µ, σ2), rozptyl σ2 neznáme.

H0 : µ = µ0

H1 : µ 6= µ0 (oboustranná alternativa)

V́ıme, že za platnosti H0 má T =
√

n(X n − µ0)/S rozděleńı tn−1.

P(|T | ≥ tn−1;1−α/2|H0) = α a kritický obor je tedy
(−∞, tn−1;α/2) ∩ (tn−1;1−α/2,∞).

p-hodnota = P(|Tn−1| > t), kde Tn−1 ∼ tn−1 a t =
√

n(xn − µ0)/s je
pozorovaná hodnota testové statistiky.
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Týden 5 Jednovýběrový t-test

Př́ıklad

Př́ıklad: Opakované vážeńı vzorku:

15.23 15.21 15.19 15.16 15.26 15.22 15.23 15.26 15.23 15.29

Chceme otestovat, jestli skutečná hmotnost vzorku je µ0 = 15.2.

testová statistika T = . . .

kritická hodnota (určuje kritický obor)

p-hodnota
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Týden 5 Jednovýběrový t-test

Jednostranný jednovýběrový t-test (one-sided one-sample
t-test)

X1, . . . ,Xn náhodný výběr z N(µ, σ2), rozptyl σ2 neznáme.

H0 : µ = µ0 H1 : µ > µ0 (jednostranná alternativa)

H0 zaḿıtáme, pokud T ≥ tn−1;1−α

Porovnáńı s dvouvýběrovým testem: na jedné straně má jednostranný test
věťśı śılu, ale na druhé straně (pokud vyjde X n < µ0) nulovou hypotézu
v̊ubec zaḿıtnout nemůžeme.
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Týden 5 Párový t-test

Párový t-test (paired t-test)

Dvojice (páry) pozorováńı na každém objektu (Xi ,Yi ), i = 1, . . . , n.

Plat́ı: Var(Xi − Yi ) = Var(Xi ) + Var(Yi )− 2 Cov(Xi ,Yi ) (č́ım jsou
pozorováńı v páru závisleǰśı, t́ım menš́ı je rozptyl jejich rozd́ılu).

H0 : EXi = EYi + ∆ je totéž jako H0 : E (Xi − Yi ) = ∆.

Můžeme tedy použ́ıt jednovýběrový t-test na Zi = Xi − Yi .
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Týden 5 Wilcoxonův test

Wilcoxonův test (signed rank test)

X1, . . . ,Xn náhodný výběr

H0 : med(X ) = µ0

H1 : med(X ) 6= µ0

Testová statistika je založena pouze na pǒrad́ıch a neńı tedy citlivá na
odlehlá pozorováńı.

1 Zi = Xi − µ0,

2 Zi se sěrad́ı podle absolutńıch hodnot (Ri - pǒrad́ı i-tého pozorováńı),

3 S+ =
∑

i :Zi>0 Ri , S− =
∑

i :Zi<0 Ri

Za platnosti H0 by S+ a S− měly být podobné. Rozděleńı S+ za
p̌redpokladu symetrie kolem µ0 lze snadno vypoč́ıtat (i když je výpočetně
náročné).
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Týden 5 Testy o rozptylu

Hypotézy o rozptylu

X1, . . . ,Xn náhodný výběr z N(µ, σ2).

H0 : σ2 = σ2
0

H1 : σ > σ2
0 (jednostranná alternativa)

Nulovou hypotézu zaḿıtneme, pokud bude výběrový rozptyl S2 moc velký
(S2 > c).

Za platnosti H0 v́ıme, že

(n − 1)S2

σ2
0

∼ χ2
n−1

Kritickou hodnotu c ted’ snadno spoč́ıtáme tak, aby P(S2 > c|H0) = α.

P-hodnota = ?

Př́ıklad: Odvozeńı testu proti oboustranné alternativě H1 : σ > σ2
0.
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Týden 5 Testy o rozptylu

Hypotéza shody rozptyl̊u

X1, . . . ,Xn a Y1, . . . ,Ym dva nezávislé náhodné výběry z N(µ1, σ
2
1) a

N(µ2, σ
2
2).

H0 : σ2
1 = σ2

2

H1 : σ1 6= σ2
2

Nulovou hypotézu zaḿıtneme, pokud S2
1/S2

2 bude daleko od 1 (rozděleńı
pod́ılu za H0 uḿıme snadno spoč́ıtat).

Kritickou hodnotu spoč́ıtáme ze známého rozděleńı S2
1/S2

2 za nulové
hypotézy tak, aby P(zaḿıtneme H0|H0 plat́ı) = α.
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Týden 5 Testy o rozptylu

Odvozeńı kritické hodnoty:

(n − 1)S2
1

σ2
1

∼ χ2
n−1,

(m − 1)S2
2

σ2
2

∼ χ2
m−1,

kde S1 a S2 jsou nezávislé (spoč́ıtané z nezávislých náhodných výběr̊u)

S2
1

σ2
1

S2
2

σ2
2

∼ Fn−1,m−1

Za H0 máme σ2
1 = σ2 a tedy S2

1/S2
2 ∼ Fn−1,m−1

Kritické hodnoty nyńı snadno urč́ıme tak, aby

α = P

(
S2

1

S2
2

< c1 nebo
S2

1

S2
2

> c2|H0

)

c1 = Fn−1,m−1;α/2 a c1 = Fn−1,m−1;1−α/2
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Týden 5 Testy o rozptylu

Poznámky:

Kritické hodnoty a kvantily jsou uvedeny v tabulkách, ale v každých tabulkách se
může použ́ıvat jiné značeńı (POZOR!)

Statistické programy prakticky vždy uvád́ı p-hodnotu (pak kritickou hodnotu
nepoťrebujeme).

Statistická významnost neńı totéž jako praktická důležitost (s dostatečně velkým
počtem pozorováńı lze statisticky prokázat i naprosto nezaj́ımavý rozd́ıl).

V praxi se doporučuje experimenty plánovat tak, aby rozsah výběru byl rozumný
(s ohledem na śılu testu) a tak, aby vyhodnoceńı dat (primárńı analýza) bylo co
nejjednoduš̌śı.

Pro diskrétńı proměnné se často použ́ıvá test nezávislosti v kontingenčńı tabulce.

V ḿırně nestandardńıch situaćıch lze často použ́ıt test poměrem věrohodnost́ı
(likelihood ratio test).
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Týden 6

Týden 6

Téma:

śıla testu (silofunkce),

párový a dvouvýběrový t-test,

ově̌rováńı p̌redpokladů:

shoda rozptyl̊u,
normalita,
nezávislost.

princip použit́ı pǒradových test̊u (podrobněji na cvičeńı).
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla jednovýběrového t-testu

Śıla testu je pravděpodobnost, že testová statistika p̌rekroč́ı kritickou
hodnotu (tj. pravděpodobnost zaḿıtnut́ı nulové hypotézy).

Za p̌redpokladu normality lze śılu jednovýběrového t-testu vypoč́ıtat jako
funkci skutečné sťredńı hodnoty µ, rozptylu σ2 a počtu pozorováńı n.
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla jednostranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla jednostranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla jednostranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla jednostranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla jednostranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla oboustranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla oboustranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla oboustranného jednovýběrového t-testu
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Týden 6 Hladina a śıla jednovýběrového t-testu

Śıla oboustranného jednovýběrového t-testu
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Zdeněk Hlávka (KPMS) NMAI 061 81 / 232

Týden 6 Předpoklady: jednovýběrové a párové testy

Předpoklady pro jednovýběrový a párový t-test

Předpoklady pro jednovýběrový t-test:

normalita,

nezávislost pozorováńı.

D́ıky CLV neḿıvá porušeńı p̌redpokladu normality závažný vliv na
vlastnosti jednovýběrového t-testu (ten v praxi selhává pouze v p̌ŕıtomnosti
velkých odlehlých pozorováńı).

V praxi lze vlastnosti t-testu (śılu) zlepšit použit́ım vhodné transformace
dat (Box-Cox, logaritmus, odmocnina), pak se ale testuje hypotéza o
sťredńı hodnotě transformovaných dat (to obvykle v̊ubec nevad́ı nap̌r. u
párového testu).

Předpoklady pro použit́ı párového testu jsou splněné, pokud rozd́ıly
(Yi − Xi ) splňuj́ı p̌redpoklady pro použit́ı jednovýběrového testu.
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Týden 6 Předpoklady: jednovýběrové a párové testy

Předpoklady pro jednovýběrový a párový pǒradový test

Wilcoxonův test lze použ́ıt jako náhradu za t-test pro nenormálńı data (je
to vhodné, pokud hroźı p̌ŕıtomnost velkých odlehlých pozorováńı).

Předpoklady pro jednovýběrový Wilcoxonův test:

symetrie kolem testované hodnoty,

nezávislost pozorováńı.

Při porušeńı p̌redpokladu symetrie nemuśı být zcela jasné, jestli nulovou
hypotézu nezaḿıtáme sṕı̌se kv̊uli nesymetrii dat.

Př́ıklad: Chováńı t-testu a Wilcoxonova testu v p̌ŕıtomnosti jediného
hodně velkého odlehlého pozorováńı.
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Týden 6 Předpoklady: jednovýběrové a párové testy

Plánováńı experimentu

V praxi se doporučuje experiment naplánovat tak, aby:

bylo možné výsledky vyhodnotit jednoduše (je vhodné zajistit
nap̌r. nezávislost jednotlivých mě̌reńı),

test měl rozumnou śılu proti rozumným alternativám (rozumná
věťsinou znamená 80% pravděpodobnost zaḿıtnut́ı nulové hypotézy
p̌ri vhodně zvolené prakticky zaj́ımavé alternativě).

Podḿınkou ovšem je, abychom p̌resně věděli, co vlastně chceme zkoumat
(testovat)!
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Týden 6 Dvouvýběrový t-test

Dvouvýběrový t-test

Máme dva nezávislé náhodné výběry X1, . . . ,Xn a Y1, . . . ,Ym z N(µx , σ
2)

a N(µy , σ
2).

H0 : µx = µy + ∆
H1 : µx 6= µy + ∆

Přirozená testová statistika je založená na rozd́ılu pr̊uměr̊u vyděleném
odhadem směrodatné odchylky (rozd́ılu pr̊uměr̊u):

T =
X̄n − Ȳm −∆

Spooled

√
1
n + 1

m

,

kde S2
pooled = {(n − 1)S2

X + (m − 1)S2
Y }/(n + m − 2).

Za platnosti H0 má testová statistika rozděleńı tn+m−2. Nulovou hypotézu
tedy zaḿıtneme, pokud |T | > tn+m−2;1−α/2.
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Týden 6 Dvouvýběrový t-test

Dvouvýběrový t-test: jednostranné varianty

Levostranná alternativa:

H0 : µx = µy + ∆
HL : µx < µy + ∆

Za platnosti H0 má testová statistika rozděleńı tn+m−2. Nulovou hypotézu
zaḿıtáme, pokud T < −tn+m−2;1−α.

Pravostranná alternativa:

H0 : µx = µy + ∆
HL : µx > µy + ∆

Za platnosti H0 má testová statistika rozděleńı tn+m−2. Nulovou hypotézu
zaḿıtáme, pokud T > tn+m−2;1−α.
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Týden 6 Dvouvýběrový t-test

Dvouvýběrový t-test: jednostranné varianty

POZOR: jednostrannou alternativu si muśıme vybrat p̌redem.

Pokud si jednostrannou alternativu zvoĺıme až podle namě̌rených hodnot,
tak bude ḿıt jednostranný test ve skutečnosti dvakrát vyš̌śı
pravděpodobnost chyby prvńıho druhu.
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Týden 6 Dvouvýběrový t-test

Dvouvýběrový vs. párový t-test

POZOR: použit́ı párového nebo dvouvýběrového testu záviśı na způsobu
sběru dat. Pokud maj́ı oba výběry stejný rozsah (typická situace ve
zkouškové ṕısemce i v praxi), tak žádný program sám správný test
nevybere!

Chybné použit́ı dvouvýběrového t-testu (ḿısto párového t-testu) snižuje
śılu.

Při chybném použit́ı párového t-testu (ḿısto dvouvýběrového t-testu)
můžou vycházet naprosté nesmysly - zálež́ı pak na uspǒrádáńı dat v obou
výběrech, tj. na tom, jaké hodnoty se od sebe budou odeč́ıtat.
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Týden 6 Dvouvýběrový t-test

Př́ıklad: Při zjǐst’ováńı vlivu koǔreńı na nervovou soustavu se u dvanácti
osob mě̌ril počet záchvěv̊u ruky p̌red vykoǔreńım a po vykoǔreńı cigarety.
Výsledky mě̌reńı jsou v následuj́ıćı tabulce:

p̌red 44 54 37 62 40 44 49 53 23 69 51 28

po 50 63 52 83 48 43 55 47 25 71 58 37

Zvolte vhodný test a rozhodněte, jestli je mezi pr̊uměrným počtem
záchvěv̊u p̌red a po vykoǔreńı cigarety významný rozd́ıl na hladině
významnosti α = 0.01.
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Týden 6 Dvouvýběrový t-test

Př́ıklad: Jak známo, nedoporučuje se rychle za sebou sťŕıdat pož́ıváńı
horkého j́ıdla a studeného nápoje, protože jsou p̌ritom zuby vystavovány
teplotńım šok̊um, které mohou snižovat odolnost zubńı skloviny. Byl
proveden experiment, ve kterém osm vytržených neplombovaných zubů
bylo opakovaně vystavováno teplotńım šok̊um tak, že byly sťŕıdavě
ponǒrovány do vǎŕıćı a ledové vody. Osm jiných zubů bylo naopak pomalu
vǎreno. Nakonec byly všechny zuby drceny v lisu a p̌ritom byla změ̌rena
śıla, p̌ri které každý zub prasknul:

pomalu uvǎrené 27.4 26.2 26.2 29.4 30.1 28.2 27.0 28.4
po teplotńım šoku 25.9 26.4 27.0 27.8 26.3 27.6 27.0 25.6

Rozhodněte, jestli teplotńı šoky opravdu snižuj́ı pevnost zubu a spoč́ıtejte
95% konfidenčńı interval pro rozd́ıl sťredńıch hodnot śıly poťrebné
k rozdrceńı zubu.
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Týden 6 Dvouvýběrový t-test

Předpoklady

Předpoklady pro dvouvýběrový t-test:

shoda rozptyl̊u (test shody rozptyl̊u),

normalita (test normality),

nezávislost.
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Týden 6 Dvouvýběrový t-test

Předpoklad shody rozptyl̊u

Welchův test (default v R):

T =
X n − Y m

Sm.diff
,

kde

S2
m.diff =

S2
X

n
+

S2
Y

m
.

Za platnosti H0 (i bez p̌redpokladu shody rozptyl̊u) má testová statistika
p̌ribližně t-rozděleńı s počtem stupňů volnosti:

W =
(S2

X/n + S2
Y /m)2

(S2
X/n)2/(n − 1) + (S2

Y /m)2/(m − 1)
,

tj. H0 zaḿıtáme, pokud |T | > tW ,1−α/2.
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Týden 6 Dvouvýběrový t-test

Předpoklad normality

V R je implementováno mnoho r̊uzných test̊u normality. V praxi se
nejčastěji doporučuje test Shapiro-Wilk̊uv.

POZOR: V p̌ŕıpadě dvouvýběrového testu se test normality samožrejmě
použ́ıvá zvlášt’ na každý výběr (p̌ri platnosti alternativy neńı sloučený výběr
normálńı, ani když oba výběry normálńı jsou).

Porušeńı normality lze často řešit vhodnou transformaćı (která
”
oprav́ı“

sešikmeńı dat): Box-Coxy mocninné transformace, logaritmus. Obvykle
p̌ŕılǐs nezálež́ı na tom, jestli testujeme shodnost sťredńıch hodnot pro
původńı a transformovaná data.

V p̌ŕıtomnosti odlehlých pozorováńı můžeme použ́ıt dvouvýběrový
pǒradový (Wilcoxonův) test.
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Týden 6 Dvouvýběrový t-test

Předpoklad nezávislosti

Nezávislost po sobě jdoućıch pozorováńı se testuje Durbin-Watsonovým
testem, ale v praxi můžou být data závislá i

”
jinak“.

časové řady,

longitudinálńı data, tj. opakovaná mě̌reńı na jednotlivých subjektech.

Daľśı způsob porušeńı p̌redpokladů může být nap̌ŕıklad cenzorováńı nebo
závislost na daľśıch veličinách nebo chyběj́ıćı pozorováńı nebo spousta
daľśıch problémů. . .
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Týden 6 Dvouvýběrový Wilcoxonův test

Dvouvýběrový Wilcoxonův test (rank sum test,
Mann-Whitney)

X1, . . . ,Xn a Y1, . . . ,Ym nezávislé náhodné výběry s posunutými
distribučńımi funkcemi FX (x) a GY (x) = FX (x + δ).

H0 : δ = δ0

H1 : δ 6= δ0

1 Z1, . . . ,Zn+m je spojený výběr Xi − δ0 a Yi ,
2 sěrad́ıme Zi podle velikosti,
3 SX je součet pǒrad́ı odpov́ıdaj́ıćı výběru X a SY je součet pǒrad́ı

odpov́ıdaj́ıćı výběru Y .

Za platnosti H0 lze pro dané n a m vypoč́ıtat rozděleńı SX a SY .

Testová statistika SX (nebo Wn,m = SX − n(n + 1)/2) je založena pouze
na pǒrad́ıch a neńı tedy citlivá na odlehlá pozorováńı.
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Týden 6 Dvouvýběrový Wilcoxonův test

Poznámky:

T-testy lze zobecnit i pro v́ıcerozměrná data (Hotellingovo T 2, F-test).

Pro jiné situace lze často jednoduše odvodit test poměrem věrohodnosti
(likelihood ratio test): za jistých p̌redpokladů má za platnosti H0 testová
statistika −2 log(L0/L1) rozděleńı χ2

r1−r0
. . .

V praxi se často použ́ıvaj́ı testy nezávislosti v kontingenčńı tabulce (budeme ḿıt
na konci semestru).

Testováńı hypotéz se hodně použ́ıvá i v lineárńı regresi (t-testy významnosti
regresńıch koeficient̊u, testy podmodel̊u) - to budeme ḿıt asi za měśıc.

Vzhledem k tomu, že pravděpodobnost chyby prvńıho druhu se věťsinou voĺı
α =5%, tak p̌ri provedeńı věťśıho množstv́ı test̊u nakonec vždy najdeme
významnou závislost, která ve skutečnosti neexistuje (zde pak pomáhá
nap̌r. Bonferroniho nebo Holmova korekce na mnohonásobné testováńı).
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Týden 6 Mnohonásobné testováńı

Mnohonásobné testováńı

Při testováńı věťśıho počtu hypotéz docháźı ke zvýšeńı celkové
pravděpodobnosti chyby prvńıho druhu (FWER = family-wise error rate).

Proto se v praxi často muśı źıskané p-hodnoty upravovat. Často se použ́ıvá
nap̌ŕıklad Bonferroniho metoda (p-hodnoty se vynásob́ı počtem test̊u),
která je vhodná hlavně pro menš́ı počet porovnáńı.

Pro velké počty porovnáńı (nap̌r. v genetice) se ḿısto FWER kontroluje
FDR (false discovery rate).

Pro některé prakticky důležité situace (zejména k-výběrový problém) se
použ́ıvaj́ı speciálńı postupy: analýza rozptylu, Tukeyho a Scheffého
metoda, atd.
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Týden 7

Týden 7

Téma:

náhodné vektory,

pravidla pro poč́ıtáńı s vektory sťredńıch hodnot a s variančńımi
maticemi,

sdružené, marginálńı a podḿıněné rozděleńı,

kovariance a korelace,

grafické znázorněńı mnohorozměrných dat.
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Týden 7 Mnohorozměrná data

Mnohorozměrná data

X datová matice (n pozorováńı p-tice náhodných veličin, tzv. náhodného
vektoru)

X =


x11 . . . x1p

x21 . . . x2p
... . . .

...
xn1 . . . xnp


Př́ıklad: Bankovky, kosatce, . . .

Grafické znázorněńı: grafy v R, ggobi.
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Týden 7 Náhodné vektory

Náhodný vektor X ∈ Rp

(Mnohorozměrná) sdružená distribučńı funkce:
F (x) = P(X ≤ x) = P(X1 ≤ x1,X2 ≤ x2, . . . ,Xp ≤ xp)

f (x) je sdružená hustota X , t.j., F (x) =
∫ x
−∞ f (u)du∫∞

−∞ f (u) du = 1, P{X ∈ (a, b)} =
b∫
a

f (x)dx

Ve v́ıcerozměrném prostoru poťrebujeme nav́ıc daľśı pojmy:

X = (X1,X2)>, X1 ∈ Rk X2 ∈ Rp−k

marginálńı hustota X1 je fX1(x1) =
∫∞
−∞ f (x1, x2)dx2

podḿıněná hustota X2 (za podḿınky X1 = x1) je
fX2|X1=x1

(x2) = f (x1, x2)/fX1(x1)
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Týden 7 Náhodné vektory

Př́ıklad:

f (x1, x2) =

{
1
2 x1 + 3

2 x2 0 ≤ x1, x2 ≤ 1,
0 jinak.

f (x1, x2) je skutečně pravděpodobnostńı hustota, protože f (x1, x2) ≥ 0 a∫
f (x1, x2)dx1x2 =

1

2

[
x2

1

2

]1

0

+
3

2

[
x2

2

2

]1

0

=
1

4
+

3

4
= 1.

Marginálńı hustoty jsou:

fX1(x1) =

∫
f (x1, x2)dx2 =

∫ 1

0

(
1

2
x1 +

3

2
x2

)
dx2 =

1

2
x1 +

3

4
;

fX2(x2) =

∫
f (x1, x2)dx1 =

∫ 1

0

(
1

2
x1 +

3

2
x2

)
dx1 =

3

2
x2 +

1

4
·

Podḿıněné hustoty:

f (x2 | x1) =
1
2 x1 + 3

2 x2

1
2 x1 + 3

4

and f (x1 | x2) =
1
2 x1 + 3

2 x2

3
2 x2 + 1

4

·
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Týden 7 Náhodné vektory

Nezávislost

Náhodné veličiny X1, X2 jsou nezávislé tehdy a jen tehdy pokud
f (x) = f (x1, x2) = fX1(x1)fX2(x2).
Totéž jinými slovy: všechna podḿıněná rozděleńı jsou stejná jako rozděleńı
marginálńı (f (x2 | x1) = fX2(x2)).

POZOR: Dva náhodné vektory mohou ḿıt stejná marginálńı rozděleńı a
p̌ritom r̊uzná sdružená rozděleńı.

Př́ıklad:
f (x1, x2) = 1, 0 < x1, x2 < 1,

f (x1, x2) = 1 + α(2x1 − 1)(2x2 − 1), 0 < x1, x2 < 1, −1 ≤ α ≤ 1.

fX1(x1) = 1, fX2(x2) = 1.∫ 1

0
1 + α(2x1 − 1)(2x2 − 1)dx2 = 1 + α(2x1 − 1)[x2

2 − x2]10 = 1.

Zdeněk Hlávka (KPMS) NMAI 061 102 / 232

Týden 7 Momenty

Vektor sťredńıch hodnot

EX ∈ Rp je p-rozměrný vektor sťredńıch hodnot náhodného vektoru X

EX =

 EX1
...

EXp

 =

∫
xf (x)dx =


∫

x1f (x)dx
...∫

xpf (x)dx

 = µ.

Poznámka: žrejmě
∫

x1f (x)dx = · · · =
∫

x1fX1 (x1)dx1.

Vlastnosti vektoru sťredńıch hodnot plynou z vlastnost́ı integrálu (nebo
z vlastnost́ı sťredńı hodnoty náhodné veličiny):

E (AX + b) = AE (X ) + b

E (X + Y ) = E (X ) + E (Y )
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Týden 7 Momenty

Jsou-li náhodné vektory X a Y nezávislé, pak

E (XY>) =

∫
xy>f (x , y)dxdy

=

∫
xf (x)dx

∫
y>f (y)dy = EXEY>

Variančńı matice (Σ)

Σ = Var(X ) = E (X − µ)(X − µ)>

Budeme ř́ıkat, že náhodný vektor X má rozděleńı s vektorem sťredńıch
hodnot EX = µ a s variančńı matićı Var(X ) = Σ, t.j.,

X ∼ (µ,Σ)
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Týden 7 Momenty

(Ko)variančńı matice lineárńı transformace

Kovariančńı matice: Cov(X ,Y ) = E (X − EX )(Y − EY )>

Variančńı (rozptylová) matice: Cov(X ,X ) = Var(X )

Vlastnosti:

Var(a>X ) = a> Var(X ) a =
∑

i ,j
aiajσXiXj

Var(AX + b) = A Var(X ) A>

Cov(X + Y ,Z ) = Cov(X ,Z ) + Cov(Y ,Z )

Var(X + Y ) = Var(X ) + Cov(X ,Y ) + Cov(Y ,X ) + Var(Y )

Cov(AX ,BY ) = A Cov(X ,Y ) B>.
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Týden 7 Momenty

Prvky matice Σ jsou rozptyly a kovariance složek náhodného vektoru X :
Σ = (σXiXj

)

(rozptyl σXiXj
= Cov(Xi ,Xj), kovariance σXiXi

= Var(Xi ))

Výpočetńı vzorec:
Σ = E (XX>)− µµ>

Variančńı matice je pozitivně semidefinitńı: Σ ≥ 0
(rozptyl a>Σa libovolné lineárńı kombinace a>X nemůže být záporný).
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Týden 7 Momenty

Transformace

Hustota transformovaného vektoru se (v p̌ŕıpadě poťreby) spoč́ıtá podobně
jako hustota transformované náhodné veličiny.

X ∼ fX , zaj́ımá nás hustota (prosté) trasformace Y = t(X )?

Pokud J je jakobián zpětné transformace X = u(Y ), t.j.,

J =

(
∂xi
∂yj

)
=

(
∂ui (y)

∂yj

)
,

pak hustota Y = t(X ) je:

fY (y) = abs(|J |)fX{u(y)}
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Týden 7 Momenty

Mnohorozměrné normálńı rozděleńı

Hustota mnohorozměrného normálńıho rozděleńı (za p̌redpokladu plné
hodnosti Σ) je:

f (x) = |2πΣ|−1/2 exp

{
−1

2
(x − µ)>Σ−1(x − µ)

}
.

X ∼ Np(µ,Σ)

Vektor sťredńıch hodnot EX = µ

Variančńı matice X je Var{X} = Σ > 0

Př́ıklad: Jaké je marginálńı rozděleńı každé složky náhodného vektoru?

Př́ıklad: Čemu odpov́ıdá kvadratická forma (x − µ)TΣ−1(x − µ) ve vzorci
pro hustotu?
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Týden 7 Momenty

Hustota Np(µ,Σ) je konstantńı na elipsoidech

(x − µ)>Σ−1(x − µ) = d2

Pokud X ∼ Np(µ,Σ), pak náhodný vektor

Y = (X − µ)>Σ−1(X − µ)

má rozděleńı χ2
p (protože tzv. Mahalanobisova transformace

Z = Σ−1/2(X − µ) ∼ Np(0, Ip) a Y = ZTZ =
∑p

j=1 Z 2
j ).

(Pozn.: pokud variančńı matici nahrad́ıme odhadem, tak źıskáme
tzv. Hotellingovo rozděleńı a mnohorozměrnou verzi t-testu.)
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Týden 7 Momenty

Centrálńı limitńı věta

Centrálńı limitńı věta popisuje asymptotické rozděleńı výběrového
pr̊uměru.

X1,X2, . . . ,Xn, i.i.d. z rozděleńı Xi ∼ (µ,Σ)

√
n(x − µ)

L−→ Np(0,Σ) for n −→∞.

CLV lze použ́ıt ke konstrukci konfidenčńıch elipsoidů (nepraktické) nebo k
testováńı.

Normálńı rozděleńı hraje ve statistice centrálńı úlohu.
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Týden 7 Momenty

Mnohorozměrná delta metoda

Pokud
√

n(t − µ)
L−→ Np(0,Σ) a f = (f1, . . . , fq)> : Rp → Rq

jsou reálné funkce diferencovatelné v µ ∈ Rp, pak f (t) je asymptoticky
normálńı se sťr. hodnotou f (µ) a variančńı matićı D>ΣD, t.j.,

√
n{f (t)− f (µ)} L−→ Nq(0,D>ΣD) for n −→∞,

kde

D =

(
∂fj
∂ti

)
(t)

∣∣∣∣
t=µ

(p × q) je matice parciálńıch derivaćı.

Pomoćı této věty můžeme také nalézt transformace “stabilizuj́ıćı rozptyl”.
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Týden 7 Momenty

Př́ıklady

Mnohorozměrné normálńı rozděleńı:

marginálńı a podḿıněná rozděleńı,
nezávislost,
lineárńı transformace.

Standardizace.

Mahalanobisova transformace.

Př́ıklad: T-test zapsaný pomoćı
”
náhodných vektor̊u“

(X ∼ Nn(µ, diag(σ2)), X n = 1>n X/n, S2 = . . . ).
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Týden 8

Týden 8

Téma:

mnohorozměrná data,

standardizace a Mahalanobisova transformace,

projekce a lineárńı kombinace,

hlavńı komponenty.
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Týden 8 Mnohorozměrná data

Mnohorozměrná data

Opakováńı z minulého týdne:

X datová matice (n pozorováńı p-tice náhodných veličin, tzv. náhodného
vektoru)

X =


x11 . . . x1p

x21 . . . x2p
... . . .

...
xn1 . . . xnp


Př́ıklad: Grafické znázorněńı švýcarských bankovek (6D) na obrazovce
poč́ıtače.
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Týden 8 Standardizace

Pr̊uměr a výběrová variančńı matice:

x =

 x1
...

xp

 = n−1X>1n

S = n−1X>X − x x>

= n−1(X>X − n−1X>1n1>n X ) = n−1X>HX

Centrovaćı matice H = In − n−11n1>n .

D = diag(sXjXj
), kde Xj , j = 1, . . . , p jsou sloupce matice X

Centrovaná data: XC = X − n−11n1>n X = HX

Standardizovaná data: XS = XCD−1/2 = HXD−1/2

Korelačńı matice R = D−1/2SD−1/2.
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Týden 8 Mahalanobisova transformace

Lineárńı transformace:

A (q × p) matice konstant:

Y = XA> = (y1, . . . , yn)>

y = Ax

SY = ASXA>

Standardizaćı źıskáme centrovaná data s jednotkovými rozptyly.

Mahalanobisova transformace:

zi = S−1/2(xi − x), i = 1, . . . , n,

SZ = n−1Z>HZ = Ip, Z = 0.

Mahalanobisova transformace (sphering) vede na centrovaná data
s jednotkovou variančńı matićı (tj. nekorelované sloupce).
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Týden 8 Hlavńı komponenty

Hlavńı komponenty (principal components)

Při grafickém znázorněńı mnohorozměrných dat se chceme sousťredit na ty
nejdůležitěǰśı projekce. Nejjednoduš̌śı metoda

”
hledáńı zaj́ımavých

projekćı“ je metoda hlavńıch komponent.

Ćıl: nalézt standardizovanou lineárńı kombinaci s maximálńım rozptylem.

δ>X =
∑p

j=1 δjXj a p̌ritom ||δ|| = 1

↗
standardizovaná

max
{δ:‖δ‖=1}

Var(δ>X ) = max
{δ:‖δ‖=1}

δ> Var(X )δ.

Řešeńı pomoćı lineárńı algebry (spektrálńı rozklad matice):

δ = γ1 = prvńı vlastńı vektor Var(X )
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Týden 8 Hlavńı komponenty

Př́ıklad:

Dvourozměrné normálńı rozděleńı N(0,Σ), Σ =
(

1
ρ
ρ
1

)
, ρ > 0.

Vlastńı č́ısla variančńı matice jsou λ1 = 1 + ρ a λ2 = 1− ρ s vlastńımi
vektory

γ1 =
1√
2

(
1

1

)
, γ2 =

1√
2

(
1

−1

)
.

Hlavńı komponenty tedy jsou

Y = Γ>(X − µ) =
1√
2

(
1 1
1 −1

)
X

or (
Y1

Y2

)
=

1√
2

(
X1 + X2

X1 − X2

)
.
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Týden 8 Hlavńı komponenty

Př́ıklad: (pokračováńı)

Prvńı hlavńı komponenta:

Y1 =
1√
2

(X1 + X2)

a druhá hlavńı komponenta:

Y2 =
1√
2

(X1 − X2).

Rozptyl prvńı hlavńı komponenty je:

Var(Y1) = Var

{
1√
2

(X1 + X2)

}
=

1

2
Var(X1 + X2)

=
1

2
{Var(X1) + Var(X2) + 2 Cov(X1,X2)}

=
1

2
(1 + 1 + 2ρ) = 1 + ρ = λ1.

Obdobně: Var(Y2) = λ2.
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Týden 8 Hlavńı komponenty

Vlastnosti hlavńıch komponent

Necht’ X ∼ (µ,Σ) a Y je transformace metodou hlavńıch komponent,
tj. Y = Γ>(X − µ).

(Spektrálńı rozklad: Σ = ΓΛΓ>, kde Γ je ortogonálńı a Λ diagonálńı.)

Pak plat́ı:
EYj = 0
Var(Yj) = λj
Cov(Yi ,Yj) = 0, for i 6= j
Var(Y1) ≥ · · · ≥ Var(Yp) ≥ 0∑

j Var(Yj) = tr(Σ)∏
Var(Yj) = |Σ|.

Interpretace: λj/ tr(Σ) se považuje za pod́ıl celkového rozptylu X
vysvětlený j-tou hlavńı komponentou.
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Týden 8 Hlavńı komponenty

Necht’ Y = a>X je standardizovaná lineárńı kombinace nekorelovaná
s prvńımi k hlavńımi komponentami X . Pak Var(Y ) je nejvěťśı pro
a = γk+1

Kovariance a korelace mezi PC a X

Cov(X ,Y ) = E (XY>)− EXEY> = E (XY>)

= E (XX>Γ)− µµ>Γ = Var(X )Γ

= ΣΓ = ΓΛΓ>Γ = ΓΛ

ρXiYj
= γij

(
λj
σXiXi

)1/2

Lze jednoduše spoč́ıtat, že
∑

i ρ
2
XiYj

= 1 (v grafu bude bod
”
Yj“ se

soǔradnicemi ρXiYj
ležet na povrchu koule),

∑r
i=1 ρ

2
XiYj

můžeme
interpretovat jako část variability Xi vysvětlenou prvńımi r HK.
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Týden 8 Hlavńı komponenty

Odhady, interpretace, p̌ŕıklady

V praxi se hlavńı komponenty poč́ıtaj́ı pomoćı spektrálńıho rozkladu
výběrové variančńı matice (S = GLG>), problémem může být závislost na
mě̌ŕıtku. V R: prcomp(), princomp().

Pokud jsou jednotlivé proměnné mě̌rené v r̊uzných jednotkách, tak se
doporučuje analyzovat standardizovaná data (to je prakticky totéž jako
spektrálńı rozklad korelačńı matice). V R: prcomp( , scale.=TRUE).

Volba počtu hlavńıch komponent (dimension reduction) je založena na
velikosti vlastńıch č́ısel (grafické znázorněńı: screeplot).

Interpretace hlavńıch komponent je obvykle založena na korelaćıch
hlavńıch komponent s původńımi proměnnými a na hodnotách hlavńıch
komponent pro jednotlivá pozorováńı (grafické znázorněńı: biplot).
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Týden 8 Hlavńı komponenty

Hlavńı komponenty v praxi

Algoritmus:

1 Rozhodnut́ı, jestli budeme analyzovat původńı nebo standardizované
proměnné.

2 Volba počtu hlavńıch komponent, kterými můžeme nahradit původńı
proměnné:

1 rozumně malý počet HK, které p̌ritom vysvětluj́ı podstatnou část
celkové variability,

2 HK, které vysvětluj́ı vyš̌śı, než pr̊uměrné množstv́ı variability (= 1 p̌ri
standardizované analýze).

3 Interpretace hlavńıch komponent (korelace s původńımi proměnnými,
hodnoty hlavńıch komponent pro jednotlivá pozorováńı).

Př́ıklad: Car Marks (carmean2), Timebudget (timebudget).
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Týden 9

Týden 9

Téma:

lineárńı model,

matice modelu,

kvadratická regrese.

residua,

residuálńı součet čtverc̊u (RSS),

koeficient determinace,

odhady parametr̊u v lineárńım modelu,
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Týden 9 Derivace

Bylo:

Měli jsme náhodné vektory (X ), EX , Var(X ), . . .

V praxi máme náhodný výběr a datovou matici X , x = X>1n/n,
S = X>HX/n

Užitečné nástroje:

derivace f (x) = f (x1, . . . , xp),

∂f (x)

∂x
=


∂f (x1,...,xp)

∂x1
∂f (x1,...,xp)

∂x2
...

∂f (x1,...,xp)
∂xp
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Týden 9 Derivace

Př́ıklad:

Lineárńı kombinace f (x) = a>x = a1x1 + · · ·+ apxp.

Zřejmě plat́ı:
∂f (x)

∂x
=

a>x

∂x
=

x>a

∂x
= a

Př́ıklad:

Kvadratická forma f (x) = x>Ax =
∑

i ,j aijxixj , kde A je symetrická
matice.

Jednoduše lze ově̌rit, že:
∂x>Ax

∂x
= 2Ax
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Týden 9 Lineárńı model

Lineárńı model

Y ∼ (Xβ, σ2In)

Pro jednoduchost p̌redpokládáme, že X má plnou hodnost a p < n.

Y závisle proměnná (náhodný vektor),

β neznámé regresńı koeficienty (neznámé parametry),

X matice modelu = matice vysvětluj́ıćıch proměnných (matice
konstant),

σ2 rozptyl (nekorelovaných) náhodných chyb kolem sťredńıch
hodnot Xβ.

Lineárńı model se často zapisuje také ve tvaru:

Yi = β1X1,i + · · ·+ βpXp,i + εi ,

kde εi jsou nekorelované náhodné chyby (mě̌reńı).
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Týden 9 Lineárńı model

Tvar závislosti

Volba matice modelu X určuje tvar závislosti (pomoćı lineárńıho modelu
lze jednoduše odhadnout i některé nelineárńı závislosti).

Regresńı koeficienty β se obvykle odhaduj́ı metodou nejmenš́ıch čtverc̊u a
odhad se obvykle znač́ı β̂.

Př́ıklad: Obecná p̌ŕımka, p̌ŕımka procházej́ıćı počátkem.

Př́ıklad: Kvadratická regrese: Yi = β0 + β1Xi + β2X 2
i + εi (tj. lineárńı

závislost Y1 na Xi a X 2
i ).
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Skutečná závislost je zde výrazně nelineárńı.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Zdeněk Hlávka (KPMS) NMAI 061 130 / 232

Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.

x

●

●

●

●●

●
●●●
●
●
●

●●
●●●●●

●
●

●
●

●
●

●
●

●
●

●●

●
●
●

●●●

●
●

●●●
●●●

●
●●

●

●

●

●

●

●●

●
●●●
●
●
●

●●
●●●●●

●
●

●
●

●
●

●
●

●
●

●●

●
●
●

●●●

●
●

●●●
●●●

●
●●

●

●
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kvadratická regrese: EYi = β0 + β1Xi + β2X 2

i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklad: simulovaná data
Kubická regrese: EYi = β0 + β1Xi + β2X 2

i + β3X 3
i , i = 1, . . . , n.
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Týden 9 Lineárńı model

Př́ıklady

Př́ıklad: Polynomická regrese.

Př́ıklad: Modelováńı periodicity (nap̌r. sezónńı závislost):
Yi = α cos Xi + β sin Xi + εi (pomoćı pravidel pro poč́ıtáńı
s goniometrickými funkcemi źıskáme Yi = γ sin(Xi − ξ) + εi ).

Př́ıklad: Nezávislý náhodný výběr: Yi = µ+ εi (tj. β = EY = µ).

Př́ıklad: Dva nezávislé náhodné výběry (r̊uzné možnosti volby parametr̊u):
data “swiss” - porovnáńı porodnosti v katolických a protestantských
kantonech (1888).

Př́ıklad: V́ıce vysvětluj́ıćıch proměnných a interakce.

Př́ıklad: Interakce spojité a faktorové vysvětluj́ıćı proměnné (nap̌r. model
dvou regresńıch p̌ŕımek).
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Týden 9 Lineárńı model

Př́ıklad: Lineárńı model s
”
bodem změny sklonu regresńı p̌ŕımky“.
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Týden 9 Lineárńı model

Př́ıklad: Lineárńı model s
”
bodem změny sklonu regresńı p̌ŕımky“.
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Týden 9 Lineárńı model

Př́ıklad: Lineárńı model s
”
bodem změny sklonu regresńı p̌ŕımky“.
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Týden 9 Lineárńı model

Př́ıklad: Lineárńı model s
”
bodem změny sklonu regresńı p̌ŕımky“.
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Týden 9 Metoda nejmenš́ıch čtverc̊u

Metoda nejmenš́ıch čtverc̊u

Odhad regresńıch parametr̊u:

β̂ = arg min
β∈Rp

n∑
i=1

{Yi − (β0 + β1X1,i + · · ·+ βpXp,i )}2

= arg min
β∈Rp

n∑
i=1

{Yi −X[i ]β)2

= arg min
β∈Rp

(Y −Xβ)>(Y −Xβ) = arg min
β∈Rp

f (β)

Minimum funkce f (β) nalezneme vy̌rešeńım rovnice

∂f (β)

∂β
= −2X>Y + 2X>Xβ = 0,

tj. β̂ = (X>X )−1(X>Y ), pokud má matice X plnou hodnost.
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Týden 9 Metoda nejmenš́ıch čtverc̊u

Vlastnosti β̂

Velice jednoduše lze spoč́ıtat:

E β̂ = . . .

Var β̂ = . . .

Př́ıklad: Kdy jsou odhady βi nekorelované?

Pro odvozeńı rozděleńı odhadu β̂ poťrebujeme nav́ıc p̌redpokládat znalost
rozděleńı náhodných chyb. To vede na normálńı lineárńı model a uvid́ıme,
že náhodné veličiny β̂i maj́ı za p̌redpokladu normality t rozděleńı, které lze
použ́ıt pro testováńı hypotéz o parametrech βi a ke konstrukci
konfidenčńıch interval̊u.
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Týden 9 Vyrovnané hodnoty a residua

Proložené (vyrovnané) hodnoty Ŷ = X β̂ = X (X>X )−1X>Y = HY ,
kde H je projekčńı matice do lineárńıho podprostoru generovaného sloupci
matice X .

E Ŷ = . . .

Var Ŷ = . . .

Residua u = ε̂ = Y −X β̂ = (In −H)Y můžeme interpretovat jako odhad
nepozorovaných náhodných chyb εi .

Eu = . . .

Var u = . . .

Cov(Ŷ , u) = Cov{HY , (In − H)Y } = . . .
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Týden 9 RSS a koeficient determinace

Residuálńı součet čtverc̊u: RSS = u>u.

Nevychýlený odhad parametru σ2:

S2 = σ̂2 =
RSS

n − p
=

u>u

n − p
=

∑
u2
i

n − p
.

Koeficient determinace R2: jednoduché srovnáńı modelu s modelem bez
vysvětluj́ıćıch proměnných (odhad je pak pr̊uměr Y ):

R2 = 1− RSS∑
(Yi − Y )2

=

∑
(Yi − Y )2 − RSS∑

(Yi − Y )2
.

Koeficient determinace ř́ıká, jak velká část variability kolem pr̊uměru∑
(Yi − Y )2 je vysvětlená závislost́ı na vysvětluj́ıćıch proměnných.
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Týden 9 RSS a koeficient determinace

Poznámky

Prakticky zaj́ımavé hypotézy lze často formulovat pomoćı hypotéz o
lineárńıch kombinaćıch vektoru parametr̊u β.

Předpoklady (nap̌r. nezávislost náhodných chyb, konstantńı rozptyl)
se věťsinou ově̌ruj́ı pomoćı r̊uzných typů residúı.

Za dodatečného p̌redpokladu normality źıskáme normálńı lineárńı
model, ve kterém odhad MNČ odpov́ıdá odhadu metodou maximálńı
věrohodnosti a ve kterém uḿıme vypoč́ıtat p̌resné rozděleńı odhadu β
(konfidenčńı intervaly, hypotézy o beta).

Př́ı̌st́ı týden: testováńı jednotlivých parametr̊u, testováńı podmodelu,
normálńı lineárńı model, residua.
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Týden 10

Týden 10

Téma:

normálńı lineárńı model,

testováńı jednotlivých parametr̊u (za p̌redpokladu normality),

podmodel,

testováńı podmodelu (za p̌redpokladu normality),

interakce,

ově̌rováńı p̌redpokladů lineárńıho modelu (rezidua).
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Týden 10 Normálńı lineárńı model

Normálńı lineárńı model

Y ∼ Nn(Xβ, σ2In)

Význam všech symbol̊u je stejný jako u (obyčejného) lineárńıho modelu a
nav́ıc je jenom p̌redpoklad normality.

Normálńı lineárńı model se často zapisuje ve tvaru:

Yi = β0 + β1X1,i + · · ·+ βkXk,i + εi ,

kde εi ∼ N(0, σ2) jsou nezávislé náhodné chyby (tj. budeme p̌redpokládat,
že matice modelu X má k + 1 sloupc̊u a v jej́ım prvńım sloupci jsou samé
jedničky).

Sťredńı hodnotu i rozptyl odhadu β̂ jsme spoč́ıtali p̌red týdnem (oba
vzorečky samožrejmě plat́ı i za dodatečného p̌redpokladu normality).
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Týden 10 Normálńı lineárńı model

Vlastnosti

Věta: Má-li matice X v normálńım modelu Y ∼ Nn(Xβ, σ2In) hodnost
rovnou počtu jej́ıch sloupc̊u, potom:

β̂ ∼ N(β, σ2V ), kde V = (X>X )−1,

náhodné vektory β̂ a u (residua) jsou nezávislé,

Tj =
β̂j − βj
S
√

vjj
∼ tn−k−1, j = 0, . . . , k,

interval (β̂j − S
√

vjj tn−k−1;1−α/2, β̂j + S
√

vjj tn−k−1;1−α/2) je interval
spolehlivosti pro βj se spolehlivost́ı 1− α,

množina
{β ∈ Rk+1 : (β − β̂)>X>X (β − β̂) < (k + 1)S2Fk+1,n−k−1;1−α}
tvǒŕı konfidenčńı množinu pro β se spolehlivost́ı 1− α
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Týden 10 Testováńı jednotlivých parametr̊u

Testováńı jednotlivých parametr̊u

Podle p̌redchoźı věty (Zvára 2008, Věta 2.7) v́ıme:

Tj =
β̂j − βj
S
√

vjj
∼ tn−k−1, j = 0, . . . , k,

Z toho plyne, že hypotézu H0 : βj = 0 zaḿıtáme ve prospěch alternativńı
hypotézy H1 : βj 6= 0, pokud:

|β̂j |
S
√

vjj
≥ tn−k−1;1−α/2.
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Týden 10 Testováńı jednotlivých parametr̊u

Testováńı jednotlivých parametr̊u

Zvára 2008, str. 22: V p̌ŕıpadě mnohonásobné regrese p̌ri hodnoceńı
odhadů β̂j a zejména t-statistik muśıme být obežretńı. Odhad β̂j ukazuje
odhad změny sťredńı hodnoty Y p̌ri jednotkové změně j-té nezávisle
proměnné, avšak p̌ri nezměněných hodnotách ostatńıch nezávisle
proměnných. Testová statistika Tj testuje hypotézu H0 : βj = 0, takže
ukazuje, nakolik vypov́ıdá o chováńı sťredńı hodnoty Y nad to, co o jej́ım
chováńı v́ıme z ostatńıch nezávisle proměnných. Testuje hypotézu, podle
které j-tý regresor nesdělil o chováńı sťredńı hodnoty Y nic nad to, co
sdělily ostatńı nezávisle proměnné v modelu již p̌ŕıtomné.

Př́ıklad: Data Rubber: výstup funkce lm() v R: testové statistiky a
p-hodnoty.

Zdeněk Hlávka (KPMS) NMAI 061 142 / 232

Týden 10 Testováńı jednotlivých parametr̊u

Testováńı lineárńı kombinace

Zaj́ımavé hypotézy lze často formulovat jako hypotézy o hodnotě nějaké
lineárńı kombinace parametr̊u modelu, nap̌r. t>β.

Konfidenčńı interval i test lze založit na statistice:

t>β̂ − t>β

S
√

t>(X>X )−1t
∼ tn−k−1.

Př́ıklad: Konfidenčńı interval pro hodnotu regresńı p̌ŕımky v pevně
zvoleném bodě x .
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Týden 10 Podmodel a testováńı podmodelu

Podmodel a testováńı podmodelu

Řekneme, že plat́ı podmodel modelu Y ∼ Nn(Xβ, σ2In), pokud pro
nějaký vektor β0 plat́ı Y ∼ Nn(X0β0, σ

2In), kde lineárńı prostor
generovaný sloupci matice X0 je podprostorem lineárńıho prostoru
generovaného sloupci matice X a hodnost X0 je r0 < k + 1.

Nové značeńı: RSS0 je reziduálńı součet čtverc̊u a S2
0 = RSS0/(n − r0)

reziduálńı rozptyl v podmodelu.

Věta: Plat́ı-li v normálńım lineárńım modelu podmodel, potom

F0 =
(RSS0 − RSS)/(k + 1− r0)

RSS/(n − k − 1)
∼ Fk+1−r0,n−k−1.

Vytvá̌reńı podmodelu: vypuštěńı sloupc̊u matice X nebo lineárńı omezeńı
na parametry.
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Týden 10 Podmodel a testováńı podmodelu

Testováńı podmodelu

Z p̌redchoźı věty plyne, že hypotézu H0 : β1 = . . . βk = 0 zaḿıtáme ve
prospěch alternativńı hypotézy H1 : ∃j , βj 6= 0, pokud:

F0 ≥ Fk+1−r0,n−k−1;1−α.

Př́ıklad: Data Rubber: výstup funkce lm() v R: test hypotézy
H0 : β2 = β3 = 0, funkce anova().
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Týden 10 Ově̌rováńı p̌redpokladů

Ově̌rováńı p̌redpokladů

Předpoklady kladené na náhodné chyby (nekorelovanost, konstantńı
rozptyl, p̌ŕıpadně normality) i na tvar modelu se nejčastěji ově̌ruj́ı pomoćı
residúı.

Už jsme měli, že v lineárńım modelu Y ∼ (Xβ, σ2In) plat́ı
u = Y − Ŷ = (I − H)Y = MY ∼ (0, σ2M), tj. sťredńı hodnota residúı je
vždy 0, ale residua maj́ı r̊uzné rozptyly a jsou závislá.

Kromě obyčejných residúı se zavád́ı i residua normovaná, studentizovaná a
daľśı. . .
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Týden 10 Ově̌rováńı p̌redpokladů

Residua: ui ∼ (0, σ2mii ), kde mii je i-tý diagonálńı prvek M = I − H, tj.
mii = 1− hii . V R: resid().

Normovaná residua: vi = ui/(S
√

mii ), v normálńım modelu pro mii > 0
plat́ı Evi = 0 a Var vi = 1. V R: rstandard().

Daľśı druhy residúı lze definovat pomoćı modelu bez i-tého pozorováńı:

Y[−i ] ∼ (X[−i ]β, σ
2In−1),

kde Y[−i ] a X[−i ] jsou Y a X bez i-tého řádku.

Studentizovaná residua: v∗i = ui/(S[−i ]
√

mii ), za platnosti normálńıho
modelu v∗i ∼ tn−k−2 (Zvára 2008, str. 104). V R: rstudent().
Studentizovaná residua lze využ́ıt k testováńı

”
odlehlosti“ pozorováńı.

Daľśı druhy residúı: nekorelovaná, parciálńı (s vyloučeńım vliv ostatńıch
proměnných) viz Zvára (2008).
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Týden 10 Ově̌rováńı p̌redpokladů

Pomoćı graf̊u residúı lze odhalit:

heteroskedasticitu,

špatný tvar modelu (pokud nap̌r. jsou residua někde kladná a jinde
záporná),

důležité vynechané proměnné (pokud vid́ıme, že residua na nějaké
vynechané proměnné záviśı).

Residua lze využ́ıt k detekci odlehlých pozorováńı (hlavně ta
studentizovaná), ale vlivná a zároveň odlehlá pozorováńı mohou být

”
maskovaná“ (viz cvičeńı).
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Týden 10 Ově̌rováńı p̌redpokladů

V praxi vždy nezbytné:

graf pozorováńı s proloženými hodnotami (ově̌rit, že nevycháźı
nesmysly),

grafy residúı (̌spatný tvar modelu, porušeńı p̌redpokladů, odlehlá
pozrováńı).

Testy o splněńı p̌redpokladů:

tvar závislosti (nap̌r. test podmodelu),

nezávislost pozorováńı (Durbin-Watson),

konstantńı rozptyl (homoskedasticita) - nap̌r. test shody rozptyl̊u
použitý na prvńı a posledńı ťretinu residúı,

normalita - test normality použitý na residua (Shapiro-Wilk).

Př́ı̌stě: problémy, které mohou nastávat i p̌ri splněńı všech p̌redpokladů
(leverage—vlivná pozorováńı, multikolinearita).
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Týden 11

Týden 11

Téma:

vliv jednotlivých pozorováńı v lineárńı regresi:

leverage,
DFFITS,
DFBETAS,
Cookova vzdálenost,

multikolinearita:

č́ısla podḿıněnosti,
VIF.
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Týden 11 Vlivná pozorováńı

Vlivná pozorováńı

Ŷ = HY , kde H = X (X>X )−1X>

Tedy Ŷi =
∑n

j=1 hijYi a hii udává, nakolik důležité je i-té pozorováńı pro
odhad Yi . Takzvaná vlivná pozorováńı maj́ı velkou hodnotu hii (a
automaticky i malý rozptyl Var ui/σ = mii = 1− hii ).

hii se označuje jako hat.diag nebo leverage (a záviśı pouze na X ).

V́ıme, že rank(H) = p = k + 1. H je idempotentńı a tedy jej́ı vlastńı č́ısla
λi jsou 0 nebo 1 (těch muśı být p). Z toho plyne, že tr(H) =

∑
λi = p.

Pr̊uměrná hodnota hii je p/n a i-té pozorováńı bude (v R) označené jako
vlivné, pokud hii > 3p/n (viz R funkce influence.measures()).
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Týden 11 Vlivná pozorováńı

Jak se změńı odhady p̌ri vynecháńı i -tého pozorováńı?

DFBETAS:

∆i (βj) =
β̂j − β̂[−i ]j

S[−i ]
√

vjj

mě̌ŕı vliv i-tého pozorováńı na odhad j-tého regresńıho koeficientu.

Kritérium: |∆i (βj)| > 1.

DFFITS:

∆i (EYi ) =
Ŷi − Ŷ[−i ]i√

Var Ŷi

= · · · =

√
hii

mii
v∗i

Kritérium: |∆i (EYi )| > 3
√

p/(n − p).
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Týden 11 Vlivná pozorováńı

Jak se změńı celý vektor Ŷ p̌ri vynecháńı i -tého pozorováńı?

Cookova vzdálenost:

Di =
1

pS2
‖Ŷ − Ŷ[−i ]‖2 = · · · = v 2

i

hii

mii

1

p
,

kde normované residuum vi mě̌ŕı
”
odlehlost“ a hii/mii ”

vlivnost“.

Kritérium: Fp,n−p(Di ) > 0.5, kde Fp,n−p je distr. fce rozděleńı Fp,n−p.
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Týden 11 Vlivná pozorováńı

Jak se změńı p̌resnost odhad̊u p̌ri vynecháńı i -tého pozorováńı?

COVRATIO:

COVRATIO =
| ̂
Var β̂[−i ]|

|V̂ar β̂|
= · · · =

1

mii

(
n − p − v 2

i

n − p − 1

)p

Kritérium: |1− COVRATIO| > 3p/(n − p).
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Týden 11 Vlivná pozorováńı

Př́ıklad

Př́ıklad:

Animals (MASS): lm(), plot.lm(), influence.measures().

Jsou splněné p̌redpoklady normálńıho lineárńıho modelu? Která pozorováńı
jsou vlivná?

Jak se situace změńı p̌ri použit́ı logaritmické transformace?
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Týden 11 Multikolinearita

Multikolinearita

Trocha teorie: v modelu Y ∼ (Xβ, σ2I) plat́ı:

E‖Ŷ ‖2 = ‖Xβ‖2 + σ2 rank(X ).

Má-li X plnou hodnost, pak:

E‖β̂‖2 = ‖β‖2 + σ2 tr(X>X )−1.

Sťredńı hodnota délky odhadu Ŷ tedy záviśı pouze na hodnosti X ,
zat́ımco sťredńı hodnota délky β̂ záviśı na stopě matice (X>X )−1,
prakticky tedy na součtu singulárńıch hodnot X umocněných na −2.
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Týden 11 Multikolinearita

Detekce multikolinearity

Pokud má matice X hodně malou singulárńı hodnotu, tak odhad β̂ bude
nabývat velkých hodnot (zároveň bude ḿıt i velký rozptyl) a odhady
regresńıch koeficient̊u nebudou ḿıt rozumnou interpretaci.

Značeńı: d1 ≥ d2 ≥ · · · ≥ dk jsou singulárńı hodnoty X0 (matice modelu
s centrovanými regresory bez absolutńıho členu).

Č́ıslo podḿıněnosti:
κ(X ) = (d1/dk)2.

Kritérium: κ(X ) > 25.

Indexy podḿıněnosti:
ηj = (d1/dj)

2.

Obě tyto charakteristiky ale (bohužel) záviśı na mě̌ŕıtku.
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Týden 11 Multikolinearita

Variance inflation factors

Ve standardizovaném regresńım modelu lze odvodit:

V̂ar β̂∗j =
1− R2

n − k − 1

1

1− R2
j

,

kde β̂∗j je odhad j-tého regresńıho koeficientu ve standardizovaném

regresńım modelu, R2 je koeficient determinace a R2
j je koeficient

determinace p̌ri regresi Xj na ostatńı vysvětluj́ıćı proměnné.

VIFj = 1/1− R2
j udává, kolikrát se zvěťśı rozptyl odhadu β̂∗j kv̊uli

korelaćım mezi vysvětluj́ıćımi proměnnými.

Implementace v R: funkce vif() v knihovně car.
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Týden 11 Multikolinearita

Poznámky

Problémy s porušeńım p̌redpokladů lze řešit:

transformaćı závisle proměnné (heteroskedasticita, nenormalita),

úpravou regresńıho modelu,

p̌ridáńım vysvětluj́ıćı proměnné,

použit́ım obecného lineárńıho modelu (známé korelace) nebo zobecněného
lineárńıho modelu (nenormalita),

vypuštěńım odlehlých pozorováńı nebo použit́ım robustńıho odhadu.

Problémy s multikolinearitou lze řešit:

naplánováńım experimentu,

použit́ım
”
stabilněǰśıho“ odhadu (ȟrebenová regrese, LASSO),

regreśı na hlavńıch komponentách (problémy s interpretaćı).

Problémy způsobené závislost́ı mezi náhodnými chybami lze řešit:

metodami časových řad,

modely s náhodnými efekty (Bayesovské hierarchické modely, GEE, apod.)
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Týden 12

Týden 12

Téma:

úvod do plánováńı experiment̊u,

poč́ıtačové experimenty,

regresńı experimenty.
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Týden 12

Navrhováńı experiment̊u

Návrh experimentu × vyhodnoceńı experimentu.

Bias × randomizace?

Pod́ıl statistika na návrhu experimentu (často je statistik p̌rizván až
po skončeńı sběru dat).

Plánováńı rozsahu výběru (v praxi často ex post).

Plán experimentu muśı poč́ıtat s finančńımi a zákonnými omezeńımi i
s fyzikálńımi zákony.

Nap̌r. v regresńı analýze je rozptyl β̂ určen reziduálńım rozptylem σ2

(který věťsinou neuḿıme ovlivnit) a matićı experimentu X , která je určena
t́ım, jak experiment naplánujeme.
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Týden 12

Design of computer experiments

K řešeńı komplexńıch analytických problémů se č́ım dál častěji použ́ıvaj́ı
složité poč́ıtačové simulace.

Předpokládejme, že chováńı nějakého zǎŕızeńı (nebo procesu) záviśı na
náhodném vektoru X = (X1, . . . ,Xs)>; FW93 [Fang, K. T., & Wang, Y.
(1993). Number-theoretic methods in statistics. CRC Press] uvád́ı p̌ŕıklad
elektrického obvodu, jehož chováńı záviśı na charakteristikách, které se
obvod od obvodu ḿırně (náhodně) lǐśı (daľśı p̌ŕıklady: umělé bytosti,
rozḿıstěńı větrných elektráren, ř́ızené sťrely).
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Týden 12

Design of computer experiments

Pro p̌ŕıslušné zǎŕızeńı je pak vyvinut matematický model (nap̌r. systém
diferenciálńıch rovnic), který umožňuje naprogramovat odpov́ıdaj́ıćı
poč́ıtačovou simulaci. Výsledek (jako funkce zadaných vstupńıch
parametr̊u) obvykle nebývá náhodný a nemá tedy smysl stejnou
poč́ıtačovou simulaci opakovat; ḿısto toho se snaž́ıme naj́ıt
tzv.

”
space-filling design“.

Často nás zaj́ımá sťredńı hodnota (nebo kvantil) nějaké charakteristiky,
tj. nap̌r. Eh(X ) (spoč́ıtaná “p̌res náhodné vlivy nap̌r. počaśı” pro pevné
hodnoty “kontrolovaných parametr̊u”).
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Týden 12

Odhad sťredńı hodnoty

Jeden možný odhad, založený na výběrovém pr̊uměru nasimulovaných
hodnot h(X) lze snadno źıskat metodou Monte Carlo:

1 generujeme vektory Xi z rozděleńı X ,

2 Eh(x) odhadneme výběrovým pr̊uměrem h̄ =
∑n

i=1 h(Xi )/n.

Poznámka 1: podobné metody se použ́ıvaj́ı i p̌ri numerickém integrováńı
(věrohodnostńı funkce pro GLM s náhodnými efekty) nebo p̌ri
experimentech typu inventarizace lesa (odhad pr̊uměru nebo úhrnu ve
v́ıcerozměrném prostoru).

Poznámka 2: odhad metodou Monte Carlo je konzistentńı, ale neńı p̌ŕılǐs
eficientńı—r̊uzńı autǒri proto navrhli jiné způsoby generováńı Xi , které
vedou na odhady h̄ s menš́ım rozptylem (tyto metody se věťsinou snaž́ı
generovat hodnoty Xi v́ıc “rovnoměrně”).
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Týden 12 Latin hypercube sampling

Latin hypercube sampling (LHS)

Princip metody “latinských hyperkostek” se trochu podobá tzv. latinským
čtverc̊um. Ćılem je zaručit, aby výsledný výběr Xi rovnoměrně pokrýval
marginálńı rozděleńı všech složek náhodného vektoru X = (X1, . . . ,Xs)>.

Předpokládejme, že distribučńı funkce X je F (x) =
∏s

i=1 Fk(xk).

Jedna varianta postupu p̌ri generováńı LHS je:

1 Generujeme matici P dimenze (n × s), jej́ıž každý sloupec je nezávislá
náhodná permutace {0, 1, . . . , n − 1}.

2 Generujeme matici U dimenze (n × s), jej́ıž prvky jsou iid U(0, 1)
(nezávislé s P).

3 Zvoĺıme {xj = (xj1, . . . , xjs)>, j = 1, . . . , n}, kde

xjk = F−1
k {(pjk + ujk)/n}

je výběr rozsahu n z rozděleńı F (x) źıskaný metodou LHS.
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Týden 12 Latin hypercube sampling

Př́ıklad: LHS pro s = 2 a n = 6.
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Týden 12 Uniform random design

Uniform random design (URD)

Daľśı možnost je použ́ıt metodu glp (good lattice points). Postup (pro
generováńı rovnoměrně rozložených bodů uvniťr jednotkové krychle) je
následuj́ıćı:

1 Generujeme glp množinu {ak ∈ [0, 1]s , k = 1, . . . , n} pomoćı
generuj́ıćıho vektoru (n; h1, . . . hs).

2 Generujeme n náhodných vektor̊u ui ∈ Rs s rovnoměrným rozděleńım
na (−1, 1)s ,

3 Výběr metodou URD je {xk , k = 1, . . . , n}, kde

xk = ak + uk/2n.

FW93 [Theorem 5.3–5.4] ukazuj́ı, že odhad h̄n je asymptoticky
nevychýlený (|E h̄n − E (h(X))| = O(n−1 logs n)) a
Var(h̄n) = O(n−2 log2s n).
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Týden 12 Good lattice points

Good lattice points (glp)

Pokud {x} označuje desetinnou část č́ısla x , pak xki snadno vypočteme
jako:

xki =

{
2khi − 1

2n

}
.

Věta: Pro každé prvoč́ıslo p existuje vektor p̌rirozených č́ısel
hp = (h1, . . . , hs) takový, že množina śıt’ových bodů generuj́ıćıho vektoru
(p; h1, . . . , hs) má diskrepanci D(p) < c(s)p−1(log p)s .
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Týden 12 Good lattice points

Př́ıklad: 21 bodů źıskaných pomoćı r̊uzných generuj́ıćıch
vektor̊u (FW93)
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Týden 12 Good lattice points

Generuj́ıćı vektory glp pro malé n a s ∈ {2, 3, 4}.
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Týden 12 Good lattice points

Jednoduchá lineárńı regrese

Př́ıklad:

Yi = β0 + β1xi + εi , εi jsou iid,Eεi = 0,Var εi = σ2.

V́ıme, že Var β̂ = σ2(X>X )−1 = . . . tedy:

β̂0 a β̂1 jsou korelované (korelaci lze
”
vynulovat“ vycentrováńım

vysvětluj́ıćı proměnné),

Var β̂1 =
σ2

n

n∑
(xi − x̄n)2

.

Pokud tedy chceme źıskat co nejp̌resněǰśı odhad β̂1, muśı být∑
(xi − x̄n)2/n co nejvěťśı (pokud xi můžeme volit v intervalu [a, b], tak

polovina mě̌reńı = a a druhá polovina mě̌reńı = b).
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Týden 12 Good lattice points

Př́ıklad: Na laboratorńı váze poťrebujeme co nejp̌resněji určit váhu ťŕı
p̌redmět̊u (θ1, θ2, θ3). Předměty můžeme vážit jednotlivě i

”
po skupinách“.

Vyjdeme z následuj́ıćıch p̌redpokladů:

váhy nejsou zkalibrované a všechna mě̌reńı tedy ovlivňuje
systematická chyba mě̌reńı θ4.

všechny ostatńı vlivy považujeme za náhodné (s konstantńım
rozptylem).

Jednotlivé mě̌reńı můžeme tedy zapsat jako:

yi = {F}i1θ1 + {F}i2θ2 + {F}i3θ3 + θ4 + εi ,

kde Eεi = 0 a Var εi = σ2.
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Týden 12 Good lattice points

Prvńı návrh experimentu použ́ıvá tato čty̌ri mě̌reńı:

y1 = θ4 + ε1

y2 = θ1 + θ4 + ε2

y3 = θ2 + θ4 + ε3

y4 = θ3 + θ4 + ε4

Pro matici experimentu máme

F =


0 0 0 1
1 0 0 1
0 1 0 1
0 0 1 1

 , F−1 =


−1 1 0 0
−1 0 1 0
−1 0 0 1

1 0 0 0

 .

Ze soustavy normálńıch rovnic snadno plyne, že θ̂ = F−1y a následně
Var θ̂i = 2σ2 pro i = 1, 2, 3.
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Týden 12 Good lattice points

Druhý návrh experimentu použ́ıvá tato čty̌ri mě̌reńı:

y1 = θ1 + θ2 + θ3 + θ4 + ε1

y2 = θ1 + θ4 + ε2

y3 = θ2 + θ4 + ε3

y4 = θ3 + θ4 + ε4

Pro matici experimentu máme

F =


1 1 1 1
1 0 0 1
0 1 0 1
0 0 1 1

 , F−1 =
1

2


1 1 −1 −1
1 −1 1 −1
1 −1 −1 1
−1 1 1 1

 .

Máme tedy θ̂1 = (y1 + y2 − y3 − y4)/2, . . . , θ̂3 = (y1 − y2 − y3 + y4)/2 a
Var θ̂i = σ2 pro i = 1, 2, 3.
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Týden 12 Návrh experimentu

Lineárńı model (v́ıce formálně)

Předpokládáme, že mě̌rená výstupńı veličina y(x) v pokusu x ∈ H (kde H
označuje množinu všech možných pokus̊u) má tvar:

y(x) = θ1f1(x) + . . . θmfm(x) + ε(x),

tj. zkráceně
y(x) = θ>f (x) + ε(x),

kde Eε(x) = 0 a Var ε(x) = σ2(x). Předpokládáme p̌ritom, že rozptyly
σ2(x) jsou známé nebo že alespoň σ2(x) = kw(x), kde w(x) známe.

Necht’ N označuje p̌redepsaný (dovolený) počet pokus̊u, pak každou N-tici
bodů x (1), . . . , x (N) množiny H považujeme za návrh experimentu se
stanoveným rozsahem N. Některé pokusy se p̌ritom mohou několikrát
opakovat. Předpokládáme, že pokusy se opakuj́ı nezávisle a nezálež́ı tedy
na jejich pǒrad́ı.
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Týden 12 Návrh experimentu

Informačńı matice

Pokud x (1), . . . , x (N) je návrh experimentu s rozsahem N, pak pro vektor
namě̌rených hodnot y = (y(x (1)), . . . , y(x (N)))> máme

y = Fθ + ε,

kde {F}ij = fj(x (i)), pro i = 1, . . . ,N a j = 1, . . . ,m.

Informačńı matice je

M = F>Σ−1F =
N∑
i=1

f (x (i))f >(x (i))σ−2(x (i)),

kde Σ2 je diagonálńı matice s prvky σ2(x (i)) na diagonále.

Matice M−1 (p̌ŕıpadně h>M−h) je kovariančńı matice náhodného vektoru
θ̂ (p̌ŕıpadně odhadu odhadnutelné funkce h>θ). Informačńı matice M tedy
lze využ́ıt p̌ri určováńı kvality návrhu experimentu.
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Týden 12 Návrh experimentu

Normovaná návrhová ḿıra a normovaná informačńı matice

Necht’ x (1), . . . , x (N) je návrh experimentu s rozsahem N. Normovanou
návrhovou ḿıru ξ p̌ridruženou k x (1), . . . , x (N) definujeme jako:

ξ(x) = N(x)/N; (x ∈ H),

kde N(x) je počet opakováńı pokusu x v návrhu x (1), . . . , x (N).

Zřejmě plat́ı M = NM(ξ), kde

M(ξ) =
∑
x∈H

f (x)f >(x)σ−2(x)ξ(x)

je tzv. normovaná informačńı matice.
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Týden 12 Návrh experimentu

Normovaná návrhová ḿıra a normovaná informačńı matice

Pro normovanou návrhovou ḿıru ξ (nebo stručněji návrh ξ) plat́ı:

1 ξ(x) ≥ 0 pro x ∈ H,

2
∑

x∈H ξ(x) = 1,

3 množina {x ; x ∈ H, ξ(x) > 0} je konečná.

V této kapitole budeme každou funkci ξ definovanou na H a splňuj́ıćı tyto
ťri vlastnosti považovat za normovanou návrhovou ḿıru.

Návrh ξ interpretujeme tak, že mě̌reńı prob́ıhaj́ı pouze v těch pokusech,
pro které je ξ(x) > 0 a č́ıslo ξ(x) je p̌ŕımo úměrné počtu nezávislých
opakováńı pokusu x .
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Týden 12 Návrh experimentu

Porovnáváńı návrhů regresńıch experiment̊u

Dva návrhy ξ a η považujeme za ekvivalentńı, pokud M(ξ) = M(η),
tj. právě tehdy, když Var ξ(h>θ̂) = Varη(h>θ̂), ∀h ∈ Rm.

Návrh ξ je stejnoměrně lepš́ı, než návrh η, pokud

Var ξ(h>θ̂) ≤ Varη(h>θ̂), ∀h ∈ Rm.

To plat́ı právě když je matice M(ξ)−M(η) je pozitivně semidefinitńı
(u>[M(ξ)−M(η)]u ≥ 0, ∀u ∈ Rm). Pokud parametr h>θ neńı p̌ri ξ
odhadnutelný, definujeme Var ξ(h>θ̂) =∞.

Stejnoměrně nejlepš́ı návrh ξ obecně neexistuje a ḿısto toho se obvykle
optimalizuj́ı jistá p̌redem zvolená kritéria optimality experimentu (obvykle
rozumné ḿıry “velikosti” informačńı matice).
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Týden 12 Návrh experimentu

Elfvingova metoda

Elfvingova metoda minimalizace rozptylu odhadu h>θ̂ (d-optimalita) je
následuj́ıćı:

Urč́ıme množinu

T =

{
f (x)

σ(x)
: x ∈ H

}⋃{
− f (x)

σ(x)
: x ∈ H

}
a jej́ı konvexńı obal S .

Označme p p̌ŕımku procházej́ıćı počátkem a rovnoběžnou s vektorem h.
Označme P bod, ve kterém p̌ŕımka p prot́ıná hranici množiny S . Bod P lze
zapsat jako konvexńı kombinaci bodů množiny T , tj. P =

∑n
i=1 λi f (x (i)),

která zároveň určuje d-optimálńı návrh ξ∗(x (i)) = |λi |.
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Týden 12 Návrh experimentu

Př́ıklad: Na zkušebńı dráze se ově̌ruje tah motoru p̌ri zrychlováńı
automobilu. Zjednodušeně můžeme pohyb automobilu po testovaćı dráze
popsat funkćı

s(x) = vx + zx2/2,

kde s(x) je poloha automobilu v čase x , v je rychlost v čase 0 a z je
zrychleńı. Parametry v a z neznáme. Použité mě̌ŕıćı zǎŕızeńı umožňuje
změ̌rit polohu automobilu 10× v časovém úseku 0–10 s (možná jsou i
v́ıcenásobná mě̌reńı polohy ve stejném čase).

Použijeme model

Ey(xi ) = vxi +
z

2
x2
i = θ1xi + θ2x2

i ,

kde Var y(xi ) = σ2 (a f (xi ) = (xi , x
2
i )>) s informačńı matićı

M =
10∑
k=1

f (xk)f >(xk)σ−2 =
1

σ2

(∑
x2
k

∑
x3
k∑

x3
k

∑
x4
k

)
.
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Týden 12 Návrh experimentu

Nejďŕıve chceme nalézt optimálńı experiment pro určeńı zrychleńı.
V takovém p̌ŕıpadě je vhodné zvolit kritérium d-optimality pro vektor
h = (0, 1)>, tj. minimalizovat funkci

Φ1(M) = (0, 1)M−1

(
0
1

)
.

Na hledáńı d-optimálńıho návrhu můžeme použ́ıt Elfvingovu metodu.

Množina T je na obrázku vyznačena plnou čarou, jej́ı konvexńı obal
(množina S) je ohraničena čerchovanou čarou (v originále

”
bodkočiarkovane“).

Na obrázku je vyznačen bod P jako pr̊useč́ık hranice množiny S a
vektoru h. Bod P pak vyjáďŕıme jako lineárńı kombinace bodů A a B
z množiny T .
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Týden 12 Návrh experimentu

Bod P je definován jako pr̊useč́ık hranice množiny S a vektoru h a lze jej
zapsat jako konvexńı kombinaci bodů A a B:

P =

(
p1

p2

)
=

(
0

17

)
= 0.7

(
−4.5
−4.52

)
+ 0.3

(
10
102

)
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d-optimálńı návrh tedy je:

ξ∗(4.5) = 0.7

ξ∗(10) = 0.3

Informačńı matice návrhu

M(ξ∗) = σ−2

[(
(4.5)2 (4.5)3

(4.5)3 (4.5)4

)
0.7 +

(
102 103

103 104

)
0.3

]
= . . .

Variančńı matice odhadu θ̂ je

M−1(ξ∗) = σ2

(
0.2555 0.0283
0.0283 0.0001

)
a rozptyl odhadu parametru θ2 je 10−4σ2.

Zdeněk Hlávka (KPMS) NMAI 061 184 / 232

Týden 12 Návrh experimentu

Doporučený postup p̌ri navrhováńı experimentu

Stanoveńı modelu experimentu: co můžeme mě̌rit; vztah mezi
pozorováńımi a neznámými parametry; určeńı p̌resnosti mě̌reńı (stač́ı
až na multiplikativńı konstantu); co chceme odhadovat (volba kritéria
optimality).

Výpočet optimálńıho návrhu experimentu: podle odborné
literatury; porovnáńı s nějakým jednoduchým (rozumným) návrhem
experimentu.

Ově̌reńı vypočteného návrhu experimentu: je návrh
”
dobrý“ i

podle jiných kritéríı optimality?; zvážit drobné úpravy, které p̌ŕılǐs
nezhořśı vlastnosti a p̌ritom experiment zjednoduš́ı; ově̌rit
proveditelnost experimentu.

POZOR: optimálńı návrh experimentu nemuśı umožňovat ově̌reńı
p̌redpokladů použitého modelu (nap̌r. o tvaru regresńı p̌ŕımky)!
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Týden 12 Návrh experimentu

Software a cvičeńı

Knihovna AlgDesign v R: funkce optFederov() a optMonteCarlo().

Cvičeńı 1: Pomoćı funkćı knihovny AlgDesign zkuste ově̌rit návrh
experimentu pro odhad zrychleńı (i pro jiné odhadované parametry).

Cvičeńı 2: Zkuste odvodit optimálńı návrh experimentu pro vážeńı
p̌redmět̊u na dvoumiskové laboratorńı váze (tj. pokud se vážené p̌redměty
daj́ı pokládat na obě misky).
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Týden 13

Týden 13

Téma:

úvod do logistické regrese,

odhad a interpretace parametr̊u,

deviance,

test nezávislosti v kontingenčńı tabulce.
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Týden 13 Test nezávislosti v kontingenčńı tabulce

Kontingenčńı tabulka

V sociálńıch vědách se často vyskytuj́ı nominálńı (faktorové) proměnné.

Proměnná Z má I úrovńı.

Proměnná Y má J úrovńı.

Dohromady máme IJ kombinaćı úrovńı faktor̊u Z a Y .

Kontingenčńı tabulka: sečteme výskyty jednotlivých kombinaćı (Z ,Y ) ve
výběru a výsledek zaneseme do tabulky s I řádky a J sloupci.
V každém poĺıčku je uveden počet mě̌reńı s odpov́ıdaj́ıćı kombinaćı hodnot
Z a Y .
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Týden 13 Test nezávislosti v kontingenčńı tabulce

Př́ıklad:

X =


4 0 2 6
0 1 1 2
1 1 4 6

5 2 7 14


← Finance

← Energetika

← HiTech

↑ Frankfurt

↑ Berĺın

↑ Mnichov

Sdružené rozděleńı: πij = P(Z = i ,Y = j) je pravděpodobnost, že Z se
rovná i a zároveň Y se rovná j .

Marginálńı rozděleńı Z : πi · je pravděpodobnost, že Z se rovná i .

Marginálńı rozděleńı Y : π·j je pravděpodobnost, že Y se rovná j .
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Týden 13 Test nezávislosti v kontingenčńı tabulce

Nezávislost

Vztah mezi Z a Y může být popsán jejich sdruženým rozděleńım,
podḿıněným rozděleńım Z za podḿınky Y nebo podḿıněným rozděleńım
Y za podḿınky Z .

Z a Y jsou nezávislé právě tehdy, když pro všechna i a j plat́ı:
πi |j = πij/π·j = πi ·,
πj |i = πji/πi · = π·j
nebo πij = πi ·π·j .

πij označuje nepozorované (neznámé) skutečné pravděpodobnosti.

Pozorované relativńı četnosti budeme značit pij = xij/x••, kde xij jsou
absolutńı četnosti a x•• je rozsah výběru.
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Týden 13 Test nezávislosti v kontingenčńı tabulce

Pro odvozeńı testu může být důležité, jakým způsobem kontingenčńı
tabulka vznikala.

Poisson sampling
(vše je náhodné)

Multinomial sampling
(celkový počet pozorováńı, tj. součet xij je pevně daný)

Independent multinomial sampling
(celkový počet pozorováńı v každém řádku nebo sloupci je pevně
daný)

Věrohodnostńı funkce sice záviśı na tom, jak kontingenčńı tabulka vznikla,
ale maximálně věrohodný odhad πij naštěst́ı vyjde pokaždé stejně
π̂ij = pij = xij/x••,
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Týden 13 Test nezávislosti v kontingenčńı tabulce

Za p̌redpokladu nezávislosti źıskáme maximálně věrohodné odhady:

π̃ij = pi•p•j = (xi•x•j)/x2
••.

Obvyklým způsobem lze nyńı odvodit test nezávislosti poměrem
věrohodnost́ı v kontingenčńı tabulce (Likelihood-Ratio Test of
Independence). Testová statistika je:

G 2 = −2 log

∏
i

∏
j(xi•x•j)

xij

xx••••
∏

i

∏
j x

xij
ij

= 2
∑∑

xij log(xij/Eij),

kde Eij je odhad očekávaných četnost́ı za p̌redpokladu nezávislosti ,
Eij = π̃ijx•• = (xi•x•j)/x••.

Za platnosti nulové hypotézy (nezávislost) má G 2 rozděleńı χ2
(I−1)(J−1).
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Týden 13 Test nezávislosti v kontingenčńı tabulce

Pearsonův χ2-test nezávislosti

Nejčastěji použ́ıvaný test nezávislosti v kontingenčńı tabulce je založen na
testové statistice:

X 2 =
I∑

i=1

J∑
j=1

(xij − Eij)
2

Eij
.

Za platnosti nulové hypotézy (nezávislost) má testová statistika X 2

rozděleńı χ2
(I−1)(J−1).

Jako p̌redpoklad pro použit́ı tohoto testu se obvykle požaduje, aby všechny
očekávané četnosti byly alespoň 5. Pokud jsou četnosti nižš́ı, lze použ́ıt
nap̌r. Fisher̊uv p̌resný test.

Zdeněk Hlávka (KPMS) NMAI 061 193 / 232



Týden 13 Test nezávislosti v kontingenčńı tabulce

EYE/HAIR black brown red blond

d.brown 68 119 26 7

l.brown 15 54 14 10

green 5 29 14 16

blue 20 84 17 94

> chisq.test(eyehair)

Pearson’s Chi-squared test

data: eyehair

X-squared = 138.2898, df = 9, p-value < 2.2e-16

Zaḿıtáme nezávislost a jako daľśı krok bychom se mohli pod́ıvat, které
pozorované četnosti jsou p̌ŕılǐs malé nebo p̌ŕılǐs velké.
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Týden 13 Logistická regrese

Logistická regrese

Lineárńı model nelze dob̌re použ́ıt, pokud závisle proměnná může nabývat
pouze dvou hodnot (0/1, úspěch/neúspěch, smrt/p̌režit́ı).

Logistická regrese je určena pro situace, ve kterých má závisle proměnná
Alternativńı (nebo Binomické) rozděleńı.

Př́ıklad: Birthwt(MASS), závisle proměnná = ńızká porodńı váha.

Alternativńı (Bernoulliho) rozděleńı A(pi ):

P(Yi = 1) = pi , P(Yi = 0) = qi = 1− pi .

Alternativńı rozděleńı A(pi ) je speciálńı p̌ŕıpad Binomického rozděleńı
B(n, pi ) s n = 1.
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Týden 13 Logistická regrese

Model logistické regrese

Mějmě závisle proměnnou Y1, . . . ,Yn (0/1) a k vysvětluj́ıćıch proměnných
xij , i = 1, . . . , n, j = 1, . . . , k .

Model logistické regrese: Předpokládáme, že Yi ∼ A(pi ) pro
i = 1, . . . , n, kde

E (Yi |xi ) = pi =
1

1 + exp{−(β0 + β1xi1 + · · ·+ βkxik)}
,

tj. ekvivalentně

logit(pi ) = log

(
pi

1− pi

)
= β0 + β1xi1 + · · ·+ βkxik .

Pozorujeme Yi a xij , i = 1, . . . , n, j = 1, . . . , k a chceme odhadnout
neznámé parametry β0, β1, . . . , βk .

Zdeněk Hlávka (KPMS) NMAI 061 196 / 232

Týden 13 Logistická regrese

Interpretace koeficient̊u

Binárńı vysvětluj́ıćı proměnná
(Data lze zapsat jako kontingenčńı tabulku 2× 2.)

logit(pi ) = log

(
pi

1− pi

)
= β0 + β1xi1

Pro xi1 = 0 máme:

pi =
1

1 + exp(−β0)
=

expβ0

1 + expβ0
a 1− pi =

1

1 + expβ0
.

Tj. šance pi/(1− pi ) = exp(β0) a koeficient

β0 = log

(
pi

1− pi

)
je logaritmická šance (log odds) na úspěch p̌ri xi1 = 0.
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Týden 13 Logistická regrese

Interpretace koeficient̊u

Pro xi1 = 1 máme:

pi =
1

1 + exp(−β0 − β1)
=

exp(β0 + β1)

1 + exp(β0 + β1)
a 1−pi =

1

1 + exp(β0 + β1)
.

Tj. šance pi/(1− pi ) = exp(β0 + β1) a koeficient

β0 + β1 = log

(
pi

1− pi

)
je logaritmická šance (log odds) na úspěch p̌ri xi1 = 1.

Koeficient β1 tedy udává, o kolik se zvýš́ı logaritmická šance na úspěch p̌ri
xi1 = 1 (v porovnáńı se šanćı na úspěch p̌ri xi1 = 0).
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Týden 13 Logistická regrese

Interpretace koeficient̊u

Poměr šanćı (odds ratio) a logaritmický poměr šanćı (log odds ratio)

Poměr šanćı p̌ri xi1 = 1 a xi1 = 0 je:

exp(β0 + β1)

exp(β0)
= exp(β1)

Koeficient β1 se označuje jako logaritmický poměr šanćı (log odds ratio).

Př́ıklad: Pokud máme β1 dané, pak se šance na úspěch (p̌ri xi1 = 1) zvýš́ı
exp(β1)-krát. Podle Taylorova rozvoje můžeme aproximovat
exp(β1)

.
= 1 + β1 = 100% + β1 × 100% a β1 × 100 zhruba ř́ıká, o kolik

procent se (p̌ri xi1 = 1) zvýš́ı šance na úspěch.
Nap̌r. β1 = 0.1 odpov́ıdá zvýšeńı šance na úspěch asi o 10%.
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Týden 13 Logistická regrese

Interpretace koeficient̊u

Spojitá vysvětluj́ıćı proměnná

šance, když xi = x : exp(β0 + β1x)

šance p̌ri xi = x + 1: exp{β0 + β1(x + 1)}

pod́ıl šanćı p̌ri jednotkovém zvýšeńı xi : exp(β1)

logaritmický pod́ıl šanćı (p̌ri jednotkovém zvýšeńı xi ): β1

V́ıce vysvětluj́ıćıch proměnných

Koeficient βj udává vliv j-té vysvětluj́ıćı proměnné na pravděpodobnost
(šanci) úspěchu za p̌redpokladu, že hodnoty ostatńıch vysvětluj́ıćıch
proměnných se neměńı.
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Týden 13 Logistická regrese
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Týden 13 Logistická regrese

Call: glm(formula = low ~ lwt, family = binomial)

Coefficients:

(Intercept) lwt

0.99831 -0.01406

Degrees of Freedom: 188 Total (i.e. Null); 187 Residual

Null Deviance: 234.7

Residual Deviance: 228.7 AIC: 232.7

pi =
1

1 + exp(−0.646733 + 0.002577× lwti )
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Týden 13 Logistická regrese
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Odhad parametr̊u (MLE)

Př́ıspěvek i-tého pozorováńı do věrohodnostńı funkce:

L(pi |Yi ) = pYi
i (1− pi )

1−Yi .

Věrohodnost je L(β|Y , x) =
∏

pYi
i (1− pi )

1−Yi , kde pi záviśı na βj a xij .

Logaritmická věrohodnost:

l(β|Y , x) =
∑

Yi log(pi ) +
∑

(1− Yi ) log(1− pi )

=
∑

Yi log{pi/(1− pi )}+
∑

log(1− pi )

=
∑

Yi (β0 + +β1xi1 + · · ·+ βkxik) +
∑

log{1− pi (β)}

Maximálně věrohodné odhady i odhad jejich asymptotické variančńı matice
źıskáme numericky (d́ıky teorii maximálńı věrohodnosti).
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Týden 13 Logistická regrese

Deviance Residuals:

Min 1Q Median 3Q Max

-1.0951 -0.9022 -0.8018 1.3609 1.9821

Coefficients:

Estimate Std. Error z value Pr(>|z|)

(Intercept) 0.99831 0.78529 1.271 0.2036

lwt -0.01406 0.00617 -2.279 0.0227 *

---

Signif. codes: 0 *** 0.001 ** 0.01 * 0.05 . 0.1

(Dispersion parameter for binomial family taken to be 1)

Null deviance: 234.67 on 188 degrees of freedom

Residual deviance: 228.69 on 187 degrees of freedom

AIC: 232.69

Number of Fisher Scoring iterations: 4
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Týden 13 Logistická regrese

Testováńı

AIC (Akaike’s Information Criterion, −2lm + 2k , kde lm je
log. věrohodnost modelu) se použ́ıvá jako ḿıra kvality modelu.
Nap̌r. funkce step() automaticky hledá model s nejmenš́ı hodnotou AIC.

Testováńı jednotlivých parametr̊u

Pomoćı asymptotické normality jednotlivých odhadů parametr̊u
(summary.glm()).

Testováńı podmodelu

Test poměrem věrohodnost́ı (likelihood ratio test): Jsou-li l1 a l0 maxima
logaritmické věrohodnosti za platnosti H1 a podmodelu H0, pak za
platnosti H0 má statistika −2(l0 − l1) asymptoticky rozděleńı χ2

r , kde r je
rozd́ıl v dimenzi (počtu parametr̊u).
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Deviance: −2(lm − ls), kde lm je log. věrohodnost modelu a ls je
log. věrohodnost saturovaného modelu (model s n parametry, který
perfektně vysvětluje pozorovaná data).

Analysis of Deviance Table

Model 1: low ~ 1

Model 2: low ~ lwt

Resid. Df Resid. Dev Df Deviance

1 188 234.67

2 187 228.69 1 5.9813

Null deviance: deviance modelu pouze s abs. členem.
Residual deviance: deviance zkoumaného modelu.

Test významnosti všech parametr̊u: testová statistika pro test podmodelu
je rozd́ıl null deviance a residual deviance, za platnosti H0 má
asymptoticky rozděleńı χ2

k .
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Týden 13 Logistická regrese

LRT = Likelihood Ratio Test

> anova(lr0,lr1,test="LRT")

Analysis of Deviance Table

Model 1: low ~ 1

Model 2: low ~ lwt

Resid. Df Resid. Dev Df Deviance Pr(>Chi)

1 188 234.67

2 187 228.69 1 5.9813 0.01446 *

---

Signif. codes: 0 *** 0.001 ** 0.01 * 0.05 . 0.1
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Týden 14

Téma:

shluková analýza,

matice vzdálenost́ı,

základńı hierarchické metody.
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Týden 14 Shluková analýza

Shluková analýza

Shluková analýza (cluster analysis) je sada nástroj̊u a metod pro hledáńı
skupin (shluk̊u, cluster̊u) v mnohorozměrných datech.

V praxi jde p̌redevš́ım o následuj́ıćı problémy:

1 Volba vzdálenosti (nebo ḿıry podobnosti).

2 Volba algoritmu pro vytvá̌reńı skupin.
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Týden 14 Shluková analýza

Matice vzdálenost́ı

X (n × p) je datová matice s n pozorováńımi p-rozměrného náhodného
vektoru.

Matice vzdálenost́ı mezi jednotlivými pozorováńımi je matice D(n× n), kde

D =



d11 d12 . . . . . . . . . d1n
... d22

...
...

...
. . .

...
...

...
. . .

...
...

...
. . .

...
dn1 dn2 . . . . . . . . . dnn
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Týden 14 Shluková analýza

Př́ıklad:
L2-norma: dij = ‖xi − xj‖2, kde xi a xj označuj́ı řádky matice X .

Př́ıklad:
L1-norma: dij =

∑
k |xi ,k − xj ,k | (Manhattan distance).

R: dist()

Pro nominálńı (nebo binárńı) proměnné bývá jednoduš̌śı definovat matici
podobnost́ı (similarity matrix) S. Z podobnosti sij ale můžeme jednoduše
vyrobit vzdálenost dij nap̌r. jako dij = maxi ,j{sij} − sij .

Vzdálenosti mezi řádky kontingenčńı tabulky může mě̌rit testová statistika
X 2 pro test nezávislosti v p̌ŕıslušné

”
podtabulce“ 2× J.

V praxi: pozor na r̊uzná mě̌ŕıtka!!
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Algoritmy pro vytvá̌reńı shluk̊u

Dva základńı typy shlukovaćıch algoritmů:

hierarchické algoritmy
dále se děĺı na aglomerativńı (agglomerative) a děĺıćı (splitting,
divisive).

nehierarchické algoritmy (partioning algorithms).

Hlavńı rozd́ıl je v tom, že hierarchické algoritmy konstruuj́ı posloupnost
shluk̊u postupným slučováńım nebo rozdělováńım shluk̊u (v n kroćıch
takto projdou všechny možné počty shluk̊u), zat́ımco nehierarchické
algoritmy postupně (iterativně) upravuj́ı pevně daný počet shluk̊u.
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Hierarchické aglomerativńı techniky

Aglomerativńı algoritmy se v praxi často použ́ıvaj́ı kv̊uli své názornosti a
výpočetńı jednoduchosti:

1 Nalezneme nejjemněǰśı rozděleńı pozorováńı (n jednobodových
shluk̊u).

2 Spočteme matici vzdálenost́ı D.

OPAKUJ:

3 Nalezneme dva nejbližš́ı shluky.

4 Tyto dva shluky slouč́ıme do jednoho.

5 Přepoč́ıtáme vzdálenosti mezi novými skupinami a źıskáme novou
matici vzdálenost́ı (mezi shluky) D.

DOKUD nemáme pouze jeden shluk obsahuj́ıćı všechna pozorováńı.
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Při slučováńı shluk̊u P a Q spoč́ıtáme vzdálenost mezi sloučeným shlukem
P + Q a shlukem R pomoćı vzorce:

d(R,P +Q) = δ1d(R,P)+δ2d(R,Q)+δ3d(P,Q)+δ4|d(R,P)−d(R,Q)|,

kde δj jsou váhy.

Necht’ nP =
∑n

i=1 I (xi ∈ P) označuje počet objekt̊u ve skupině P.
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δ1 δ2 δ3 δ4

Single linkage 1/2 1/2 0 -1/2

Complete linkage 1/2 1/2 0 1/2

Average linkage
(unweighted)

1/2 1/2 0 0

Average linkage
(weighted)

nP
nP + nQ

nQ
nP + nQ

0 0

Centroid nP
nP + nQ

nQ
nP + nQ

− nPnQ

(nP + nQ)2 0

Median 1/2 1/2 -1/4 0

Ward nR + nP
nR + nP + nQ

nR + nQ
nR + nP + nQ

− nR
nR + nP + nQ

0

Tabulka: Výpočet vzdálenost́ı mezi shluky.
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Př́ıklad: Body x1 = (0, 0), x2 = (1, 0), x3 = (5, 5), čtvercová Euklidovská
vzdálenost a single linkage.
Začneme s N = 3 shluky P = {x1},Q = {x2},R = {x3}.
Vzdálenost (single linkage) mezi zbývaj́ıćımi dvěma shluky:

d(R,P + Q) =
1

2
d(R,P) +

1

2
d(R,Q)− 1

2
|d(R,P)− d(R,Q)|

=
1

2
d13 +

1

2
d23 −

1

2
· |d13 − d23|

=
50

2
+

41

2
− 1

2
· |50− 41|

= 41

Nová matice vzdálenost́ı je tedy

((
0 41

41 0

))
.

Single linkage = nearest neighbor = nejbližš́ı soused.
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Dendrogram

grafické znázorněńı postupu p̌ri shlukováńı,

obsahuje pozorováńı, posloupnost shluk̊u a vzdálenosti mezi
slučovanými shluky,

na jedné ose jsou znázorněna pozorováńı,

druhá osa určuje vzdálenosti mezi shluky.
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Př́ıklad:
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Matice vzdálenost́ı (L2) je

D =



0 10 53 73 50 98 41 65
0 25 41 20 80 37 65

0 2 1 25 18 34
0 5 17 20 32

0 36 25 45
0 13 9

0 4
0
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Uř́ıznut́ım dendrogramu (cutree()) na úrovni 10 definujeme ťri shluky:
{1, 2}, {3, 4, 5} and {6, 7, 8}.
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Single linkage

definuje jako vzdálenost dvou shluk̊u minimum individuálńıch vzdálenost́ı.

d(R,P + Q) = min{d(R,P), d(R,Q)}

Nazývá se také metoda nejbližš́ıho souseda.

Tento algoritmus věťsinou vytvá̌ŕı velké a hodně roztáhlé shluky, které
obvykle nevypadaj́ı p̌ŕılǐs pěkně.
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Complete linkage

definuje vzdálenost dvou shluk̊u jako maximum individuálńıch vzdálenost́ı.

d(R,P + Q) = max{d(R,P), d(R,Q)}

Nazývá se také metoda nejvzdáleněǰśıho souseda.

Tento algoritmus vytvá̌ŕı shluky podobných bodů, protože je založen na
maximálńıch vzdálenostech.
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Zde to vycháźı podobně jako single linkage, ale pro věťśı počet pozorováńı
bývaj́ı shluky single a complete linkage hodně rozd́ılné.
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Average & Centroid linkage

Daľśı algoritmy, které poč́ıtaj́ı vzdálenost bud’ jako pr̊uměr vzdálenost́ı
nebo vzdálenost mezi sťredy shluk̊u
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Wardův algoritmus

Wardův algoritmus mě̌ŕı vzdálenost pomoćı toho, jak by se p̌ri
sloučeńı dvou shluk̊u zvýšila ḿıra rozd́ılnosti pozorováńı uvniťr shluk̊u
(v podstatě: výběrový rozptyl vzdálenost́ı od centra shluku).

Ćılem této metody je nalézt shluky, které budou působit velice
homogenně.

V praxi tento algoritmus věťsinou dává nejlépe vypadaj́ıćı shluky.
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Algoritmus

Postup p̌ri shlukováńı:

1 volba vzdálenosti mezi pozorováńımi a výpočet matice vzdálenost́ı
(důležitá může být standardizace proměnných),

2 volba vzdálenosti mezi shluky (dobré výsledky dává Wardova metoda),

3 volba počtu shluk̊u (pomoćı dendrogramu),

4 popis výsledných shluk̊u (grafy s označeńım shluk̊u, tabulky pr̊uměr̊u).
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R

Př́ıklad:

data(iris)

sapply(iris[,1:4],sd)

iris.std=t(t(iris[,1:4])/sapply(iris[,1:4],sd)

apply(iris.std[,1:4],2,sd)

hc.iris.std = hclust(dist(iris.std[,1:4]),method="ward")

plot(hc.iris.std)

cl3=cutree(hc.iris.std,k=3)

table(cl3,iris[,5])

sapply(iris[,1:4],tapply,cl3,mean)
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Zkouška

Ṕısemná část:

základńı pojmy,

odvozeńı odhadu (momentová metoda, MLE) a jeho rozděleńı,

praktický p̌ŕıklad (t-testy, intervaly spolehlivosti, regrese).
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Základńı pojmy

Př́ıklad: Mějme dvě nezávislé náhodné veličiny U1 a U2 s tzv.

”
trojúhelńıkovým“ rozděleńım na intervalu (0, 3), tj. hustotu náhodných

veličin U1 a U2 můžeme zapsat jako:

f (u) =

{
c min(u, 3− u) pro u ∈ (0, 3),
0 jinak.

Určete hodnotu konstanty c tak, aby funkce f (.) byla pravděpodobnostńı
hustota.

Př́ıklad: Spoč́ıtejte sťredńı hodnotu a rozptyl náhodných veličin U1, U2,
S = U1 + U2 a R = U1 − U2.

Zdeněk Hlávka (KPMS) NMAI 061 230 / 232

Zkouška

Odvozeńı odhadu (MLE, momentová metoda)

Př́ıklad: Uvažujte náhodný výběr o rozsahu n z rozděleńı s hustotou:

f (x) =

√
θ

π
exp

{
−θ(x − 1)2

}
.

Odvod’te odhad parametru θ (θ > 0) metodou maximálńı věrohodnosti.

Př́ıklad: Odvod’te asymptotické rozděleńı odhadu parametru θ z p̌redchoźı
úlohy. Nápověda: využijte Fisherovu informaci Fn = −E∂2`(θ)/∂θ2.
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Praktický p̌ŕıklad (testováńı hypotéz, konfidenčńı intervaly,
regresńı analýza, logistická regrese, shlukováńı, . . . )

Př́ıklad: Některé druhy včel poťrebuj́ı k p̌režit́ı vhodný úkryt. Při výzkumu
včel druhu Osmia bylo na jǎre nachystáno celkem 18 ďrevěných desek,
každá se šedesáti vyvrtanými otvory. Osm desek obsahovalo otvory o
pr̊uměru 4 mm a deset desek otvory o pr̊uměru 6 mm. Na podzim bylo
spoč́ıtáno, kolik otvor̊u bylo obsazeno včelami zkoumanéhu druhu:

4 mm 30 27 48 26 18 33 45 39

6 mm 48 55 37 51 35 22 45 53 37 49

Zvolte vhodný test a rozhodněte, jestli obsazenost otvor̊u záviśı na jejich
pr̊uměru. Otestujte hypotézu, že pr̊uměrná obsazenost otvor̊u s pr̊uměrem
6 mm je p̌resně polovičńı (v porovnáńı s obsazenost́ı 4mm otvor̊u).
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